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論文概要

神経回路網を用いて複雑な情報処理を行うためには、多数の細胞のパラメータやコネク

シヨンを目的に応じて設定する必要がある。本論文の目的は、多数の細胞のパラメータ等を

簡単に設定できるような神経回路モデルを提案し、工学的に実現することにある。

まず、それほど複雑でない情報処理を行う単純な神経回路モデルの存在に着目し、単純な

モデルを組み合わせてやや複雑な情報処理を行うことを検討する。それを同じ方法でさらに

組み合わせることによって、より複雑な情報処理を行うことができるなら、多数の細胞を利

用した神経回路網のパラメータ等を容易に設定することが可能になる。そのためには、組み

合わせるのが容易な基本回路網を実現することが重要となる。

本論文では神経回路網を構成するために必要な事柄を分析し、各章に分けて検証する。本

論文は 6章で構成される。第 1章は本研究の位置づけ、第 2章から第 4章は神経団路網モ

デルの各構成要素に関する提案と検証、第 5章はこれらの要素の統合及び、システムの検証、

そして第 6章は本研究の成果のまとめである。

本論文で提案する大規模神経団路網は、複数のモジュールで構成されている。入力信号は

複数に分割され、各モジ、ユールに与えられる。各モジュールの出力は統合されて回路網の出

力結果となる。各モジ、ユールの内部もさらに小さなモジ、ユールで構成されている。モジ、ユー

ルの最小単位は小数の細胞から成り立つ基本的な素子である。そのため、回路網を構成する

ために必要な機能を第 2章から第 5章で、個別に検討したO 第2章は各モジ、ユールの出力の統

合、第 3章は基本素子モデル、第 4章は各モジ、ユールの入出力の実現方法、第 5章はシステ

ム全体に関する研究となっている。

なお、各章の概要は以下の通りである。

第 1章「序論」

神経回路網に関する過去の研究と現状を調査、検討した上、大規模神経回路網モデルの構

成を示し、問題点を分析した。
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第 2章「動的n-k最近接近傍法による画像のスムージングJ

複数の神経回路網から出力される多次元情報をひとつの情報として統合する際、 最も有効

と思われる k最近接近傍フィルタを取り上げ、神経回路網のシミュレーテッドアニーリング

的な手法を利用してフィ ルタを高性能化する手法について述べた。画像ノイズの除去にこの

手法を応用 したとき、従来のフィルタより雑音除去効果が大きいことを確認した。

第 3章「不確定性を考慮した神経回路モデル」

神経回路網の中で基本素子となる単純なモデルを提案した。多数の基本素子を用いて回

路網を構成する場合、すべての基本素子を正常に動作させることは困難で、ある。この場合、

いくつかの基本素子の出力は有効な情報を持たないことが予想される。従って、 基本素子に

は、出力結果の有効な情報であることを確認できる機能が必要で、ある。本章では、情報の内

容と共にその情報の有効性を出力する基本素子モデルを提案した。これにより、神経回路網

は、有効な情報のみ取り出すこ とが可能になる。

第 4章「多層パーセプト口ンによる確率密度関数の自己学習」

単純な神経団路網をモジ、ユール化する際、各モジ、ユールの出力は簡単に統合化できなけれ

ばならない。各モジュールの出力情報が有効で、あることを確認するのは、統合化する際に最

も重要と考えられる。ここで、入力信号の確率密度が出力結果の有効性を直接反映している

ことに着目する。情報の内容とともに確率密度を出力するような学習を行うことにより、統

合は容易になる.このような学習を行う場合、従来のモデ、ルで、は確率密度をあらかじめ算出

し、学習させる必要がある。提案手法は、入力に乱数を与えることによって、事前に算出せ

ずに確率密度を学習するものである。 多層パーセプトロンに排他的論理和を学習きせること

により、本手法が有効で、あるこ とを確認した。 また、提案手法は、確率密度をあらかじめ算

出する方法と比べ、記憶に必要な細胞数が少ないため、メモリ効率が良いこ とを示した。

第 5章「確率密度を自己学習する ML:Pのアプリケーション」

確率密度関数を自己学習する MLPなど、各要素技術を組み合わせた神経回路網の詳細な

構成を述べ、画像の雑音除去及び手書き文字認識に適用した計算機シミュレーションについ

て述べた。複数の物体を撮影した画像や、雑音源、の周囲で録音した音声は、複数の情報が重

畳した信号である。 また、手書き漢字は、分類対象となるパターン数が多いため、学習を失

敗する回路網が多いことが予測される。この信号から情報を取り出すためには、信号を分割

して有効な要素だけをとりだした後に再ぴ統合化する必要がある。従来手法は、細分化され

た情報同士に確率的な関係があることを利用している。そのため、雑音が大きい場合など、

確率的な関係が切れる場合は著しく認識率が低下するという欠点がある。本章は、確率的な
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関係によらない神経団路網を構成することにより、認識率の低下を防ぐことを 目的とする。

まず、確率密度を出力する神経団路を複数用いて、分割した信号から情報を取り出すととも

に、取り出された情報の有効性を判定する。次に、有効な情報のみ取り出して、 重ね合わせ

ることにより出力を統合化する。雑音が重畳した印刷パターンの雑音除去と手書き文字認識

に本手法を適用し、この手法が有効で、あることを確認した。

第 6章「結論J

本論文全体の考察及び総括をおこない、本研究で、提案する神経団路網モデルの有効性を示
した。
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第 1章

序論

1.1 神経回路モテとルに関する研究史

近年、神経団路網の研究は急激に発展し、その成果は様々な形で社会に還元されている門

生物の神経回路の働きは、その思考や行動の基準となるものであり、様々な視点から見て主

味深い研究対象である。脳細胞の化学的な働きを解明し、障害の械に役立てることを 目的

とするもの、電気計測によって脳の働きを解明するもの、生物の行動から脳の構造の仮説を

立てるもの、神経回路の働きを情報幾何学の立場から検討するもの、工学的なモデルを用い

て仮説を証明するもの、神経回路モデルを基本にコンピュータによる高度情報処理を目指す

ものなど、無数のアプローチがなされている。

工学的な視点に限定すると、神経団路網の研究は 3つの流れに大別される [lJo階層的ネッ

トワーク、相互結合型ネットワーク、そして BoltzmannMachineである。なかでも階層的

デツトワークの歴史は古く、 1940年代まで遡ることができるoMcCullochとPittzは1943

年ニユーロンモデルを提案し、神経団路網を用いて論理関数の計算が可能で、あることを示し

た [2]0Hebbは心理学の立場からシナプス結合の変化規則を提案し、学習の仮説を立士た

[3] 0 そして、 Rosenblatが提案した Perceptronによって、神経団路網の工学的研究は第 lの

隆盛期を迎える [4，5Jo Perceptronと名付けられたパターン識別装置の基本原理は、 3層の
神経回路網であり、現在実用化されている多くのニユーロコンピュータにも利用されている n

しかし、 Perceptronを直接応用する研究は別9年を境に急激に衰えた。 1969年にMMJ

とPape吋がPer叩 ronの学習限界を指摘したためである [6]0これにより Perceptronに元
する過大な期待はなくなり、神経団路網の研究は衰退期を迎える。 r

歴史的には衰退期と呼ばれるものの、地道な研究は着実に行われ、 1980年代の第 2隆盛

期の基礎となる理論が生まれるo時代は遡るが 1967年、甘利は、より高性能な学習理論を

提案している [7，8Joさらに、甘利は叩年、自己組織化ネットワーク、四74年、神経統
計力学など後年の研究に大きな示唆を与える提案を行った。

この時代の研究は多様な方向性を持つo1969年、 MarrとAlbusは小脳のモデルを提案し

たoKohonenらは 1972年から 1974年にかけて 1層の連想記憶モデルを、 1976年、相互結

1 
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合型の連想記憶モデルを提案した [9‘10，11， 12、13)。また、中野も 1972年、相互結合型の
回路網による連想記憶モデルを提案した [14)。一方、福島らは、多層ネッ トワークで自己組

織化を行う Cognitron、Neocognitronを提案した [15，16， 17) 0また、平井は 1層のネッ ト

ワークと相互抑制的なネットワークを組み合わせた連想記憶モデルを提案した [18、19)0 

これらの研究は 2つの流れを形作った。 Cognitronに代表される協調系と競合系の結合に

よる神経団路モデルと、相互結合型の回路網による連想記憶モデルである。協調系と競合

系の結合による神経団路モデルは、甘手リらのカエルの虫検出回路網モデルや両眼立体視モ

デルなどへと発展する [20)0これらは生理学的知見と矛盾しないモデルを考え、シミュレー

シヨンや数学的解析によってモデルを検証するという研究手法を、よ り明確に打ち出してい

る。 一方、 1982年、相互結合型連想記憶モデルとして提案された Hop五eldモデルは、 NP

完全問題などに適用可能なため注目され、ニューラルコンピュータの第 2次隆盛期を興し

た[21，22)0その後、 Touloueet al、Peretto、Kinzel、Amite七al、Shinomo七o、Meir-11d

DOlnanyなど、多くの研究者が物理学的視点からネットワークの研究を行っている。また、

Fa紅仙rl出lnlane抗ta叫lは、確率的に動作する B山 ma組nMa飢ch仙hi吋line

た焼き鈍しj法去は局所的最小値を回避する手段として有効でで、あることが知られている。ほほ同

時期、 Gemanらは、マルコフ場で焼き鈍し法を用いる統計的緩和法によって画像フィルタ

の統一的理論を確立した [24]0統計的緩和法は画像の雑音除去などに利用できる。

ニューラルコンビュータの第 2次隆盛期を興したもう 1つの主役は、 1986年に Runlel-

hartらが提案した誤差逆伝搬法で、ある [25]。これは Perceptronを多層化させた多層PerceD

tr州 MLP)の学習則であり、実用性が高いため産業界にも大きな影響を与えた。また、 19お
年、 K伽 m は学習ベクトル量子化 (LVQ)を提案した[叫これは、パターン空聞を有限

個に分割し、各パターン空間を参照ベクトルで量子化するベクトル量子化法を学習によって

実現するものである。学習ベクトル量子化法は、音声認識や画像認識に応用すると好成績を

得ることができる o 特に、手書き文字認識など、認識対象となるパターンが多い場合、 多

層 Perceptronでは困難な大分類に有効性があることが確認されている。学習ベクトル量子

化法を用いて大分類を行い、その結果を基に小分類を行う Coめ Netは、手書き文字認識

などに有効であることが確認されている [27，28]0 

1.2 近年の研究動向と大規模神経団路網の問題点

生物の神経回路は極めて複雑であり、働きを解明することも工学的に利用することも限ら

れた範囲でしか実現していないo 工学モデ、ル、生物学モデルの共通の欠点は、生物がいとも

簡単に行う複雑な思考を再現できない点にあるo従来のモデルを用いて複雑な思考がどのよ

うに行われているかを説明することはできない。同様に、複雑な思考を要するシステムを実
現することも困難で、ある。

I 単純な働きをする素子を用いて情報処理を行うためには、処理に応じた数の素子を利用し

なければならない。しかし、 一般的なモデルでは素子数が多いときには正常に働かないこと

東京農工大学大学院工学研究科
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が知られている。素子数が少なければ複雑な情報処理がで、きないし、素子数を多くすれば制

御できないという矛盾が存在するのである。

特に、類似パターンが増加したり、パラメータが不適切だと識別能力は低下する o識別の

応力の低下が起きるのは次のような理由による。

・局所的最小解に陥りやすくなる。

・大域的最小解が複数存在する確率が増える 0

.類似パターンが増加する。

これらは情報量の多寡に関わらず一般的な神経団路モデルに内在する問題である。情報量

の増加に伴って局所的最小解、大域的最小解の自由度、類似パターンが増加するため回路網

の識別能力が低下する。このような問題が生じる可能性は与えられる情報の性質によって決
定される。

1.3 局所的最小解による問題

局所的最小解から抜け出せなくなるのは、情報量の増加に伴って局所的最小解も増えるた

めである。神経団路網は誤差が減少するように学習を行う。図1.1は、学習によって誤差が

減少する過程を模式的に示したものである。図1.1(a)のように自由度が小さい場合には局

所的最小解から抜け出すことができるが、自由度が大きい図1.1(b)はパターンが複雑で超

空間上の距離が大きいため抜け出すことができないo 情報が複雑になるに従って解の自由度

が大きくなり、局所的最小解に陥る可能性も増加する。

局所的最小解から脱出する方法には、次のようなものがある。

・シミユレーテッドアニーリングなどの手法を用いて入出力の応答や学習係数を変化さ

せる。

-学習関数にモーメン ト項を組み込む。

-学習を行った後、ネッ トワークの重み係数の一部に外乱などを与える。

シミユレーテッドアニーリングは、入出力の応答を変化させる方法である。また、同様な

効果を得る手法として学習係数(重み係数の変化量)を変化させる方法も考えられる n 学習

の初期では大きな値の学習係数を用い、学習が進むに従って次第にその値を小さくすふ手

習の初期で、は局所的最小解に陥らないようにするため、重み係数の変化量は大きい方がよ九

しかし、 重み係数の変化量が大きいと振動によって大域的最小解に収束しないため、学習ふ

進むに従って変化量を小さ くする必要がある。この方法は、学習の初期において重み係数の

変化量を大き くするため、局所的最小解に陥るのを防ぐと共に学習速度向上にも役立つの

一方、学習関数にモーメン ト項を組み込む方法は、前回の重み係数の変化を今回の重ふ係

数に加味するものであるo 神経団路網の学習で、は、誤差を減少させる方向に重み係数を変化

東京農工大学大学院工学研究科
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図 1.1:局所的最小解から脱出できないケース
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させる。しかし、真の大域的最小解に収束させるためには、 一次的に誤差が増加する方向に

重み係数を変化させなければならないことがある。両者のベクトルが同じ方向の時、前回の

重み係数を今回の重み係数に加えれば、 重み係数の変化量は大きくな り、局所的最小解から

脱出することができる。また、両者のベクトルが正反対の時には、 重み係数が振動して学習

が停止するのを防ぐ効果がある O モーメント項をつけ加える方法は、このふたつの作用によ

り、局所的最小解に陥るのを防止すると共に、 学習の高速化を実現する。

不ツトワークの重み係数の一部に外乱を与える方法は、 局所的最小解に陥った回路網にゆ

らぎを与えることによって確率的に大域的最小解へとジャンプさせる。この方法は外乱によ

る重み係数の変化量が大きいため、シミユレーテツドアニーリングなどの方法と比べ、よ り

広い局所的最小解から脱出できるo また、忘却の効果を利用すれば局所的な最小解に陥らせ

ずに構造学習を実現できる (29J。

以上の方法を用いれば局所的最小解に陥る可能性を減らすことができるo しかし、 情報が

複雑になると局所的最小解の深さ、広き、数が増加することが考えられるo 局所的最小解に

陥る可能性が、入出力空間の自由度に比例して増加するのなら、 局所的最小解に陥る可能性

を0にする必要があるが、これらのアプローチでは決定的な解決にはなり得ないのであるo

1.3.1 大域的最小解が複数存在する問題

粗なサンプリング周波数で取り込んだ信号を復元するには未知の部分を補間する必要があ

る。未知の部分を補間するには信号の性質が既知で、なければならないo

神経団路網にも同様な問題がある。入力される信号の自由度に対してサンプルが少ないと

き、出力を特定することは困難で、ある。学習していない信号に対する出力は一意に手まらな

い。図1.2は、サンプルが少ないため理想的な出力が特定できないケースである o 与えられ

たサンプルに対する正解を出力する関数は無数に存在するo 学習サンプルでない入力に対し

て出力が保証できないのでは、神経団路網の価値は極めて乏しいと言わなければならないo

これに関する研究には次のようなアプローチがある。

・与えられた問題に対して最適な関数を出力する回路網を推定する。

-サンプルに外乱を加えることによって見かけ上のサンプル数を増やす。

学習サンプルが少ないとき、与えられた問題に対して最適な関数を決定するには、回路網

の中間細胞数を調節すればよいことが知られている。これは次のような理由によるハ

神経団路網には、学習していない入力に対する出力をある程度推定する能力があふ 学習

サンプルの近傍の未知人力が与えられたとき、神経団j酬は学習サンプルが与えられた55
と同様に振舞う。 一般的な学習では、この能力を利用して未知人力に対する出力を保証するハ

ここで、「近傍」の範囲は回路網の記憶容量、すなわち中間細胞数によ って決定する。細危

なが不必要に多い場合関数の自由度が大きくなりすぎるため不適切な関数 (無意味に複雑す

ぎる関数)を出力するo十分な学習サンプルが与えられなくても、中間細胞数を適切な数に

設定できるとき、神経団路網は理想的な関数を出力する。

東京農工大学大学院工学研究科
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‘一方、サンプル数が少ないなら増やせばよいという考え方もある。サンプルに外乱を加

え、やや歪んだ信号を作れば、見かけ上のサンプル数が増加する。これによって、サンプル

数の不足を補い、未知入力に対する出力を保証する。

これら以外にも、様々なアプローチがある。画像の位置ずれは対象物体の特徴に関与し尤

いという性質に着目したネオコク*ニトロンは、位置ずれという変化に対して出力の会化を

抑えるような回路網であるo ネオコグニトロンに代表されるように、入力信号の性質に着目

し、回路網に工夫を凝らすことによ って適切な関数を構成することを 目的としたものは無数

にあるといってよいだろう。

1.3.2 類似パターンの分離に関する問題

「双子の兄弟を見分けることができるか」という問題であるo 本来、類似パターンであっ

ても、少しでも違いがあれば識別は可能で、ある o しかし、パターンの変形などによ って全く

同じものになるときは識別不可能である。極めて似通ったパターンを識別するには パター

ンが変形しても全く同じものにはならないという条件が必要で、ある O 図1.3は、パターンの

変形によって全く同じものが発生するケースである。これは、どんな方法でも分離不可能で、

あるが、入力の確率密度を推定することにより、確率的に正解を求めることは可能で、あるの

出力の尤度(出力がどの程度信頼できるかという度合い)をあらかじめ調べ、学習させる;

この方法は、パターン認識などで誤認識率を減らす方法として利用される。 -

1.3.3 情報の複雑化への対応

図1.4のような一般的な多層パーセプトロン (MLP)では、情報量の増加に伴って素子数
も増やす必要がある [30]0

複数の小規模神経団路網によって大規模な神経団路網構成する方法は、素子数の増加に対

する解決策として提案されたものである。回路網を細かく分割することによって学習を容易

にする一方、各回路網の出力を統合化することによって高度情報処理を実現する O このよろ

空手段で大規模神経団路網を実現するモデルには統合型ニューラルネットワーク[外選択

主主ニューラルネットワーク (CombNET)[27， 28]、 Nestor Learning Systenl (NLS) [32]な
どカぎある。

統合型ニューラルネットワークは、図1.5のようなシステムである。このシステムは、続

方が限定きれた回路網(サブネット)の出力を複数統合し、さらに大きな回路網{スー(二

不ツト、ハイパーネット)で大統合を行うものである o 各回路網は LVQ(LearningVector 

Oua凶川ion)で構成されており、その回路網が担当する範囲で、ある確からしさの指標とし
ア参照ベクトルとのユークリツド距離を用いている O 単純化された課題を学習きせるため、

学習が容易になる。個々の課題による局所的最小値に陥いる危険が減少するし、正解が一貴

に決定するようにパラメータを設定することも容易である。従って、課題の複雑化や入力示

ターンの増加への対応が可能になる。

Comb NETは、図1.6のようなシステムである。 このシステムでは、始めに大分類、次

東京農工大学大学院工学研究科
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に小分類を行った後、出力を統合する。大分類には LVQ、小分類には MLPを用いる。この

方法は、各回路網が限られた範囲の判別を担当するので、学習の収束性、認識率の点で、優れて
いる。

NLSは、図1.7のようなシステムである。このシステムは、複数の特徴を個別の回路網

で処理し、出力を統合するものである。各回路網には改良された LVQを用いる o NLSの長

所は、局所的最小解などに陥らなかった解を選択できる点である。複数特徴量がある場合、

そのうちひとつが局所的最小値に陥っても他の解法による結果を利用すればよい。複数の特

徴量を用い、最も識別しやすい特徴量を選択して利用できる。

これらのモデルは、課題の複雑化、サンプル数、細胞素子数の増加などによる識別能力の

低下を防ぐことができる。しかし、これらのモデルにも次のような問題がある。

・入出力の仕様が単純であり、各回路網が担当する範囲(各回路網の解答がどれだけ確

実か)の指標が明確で、ない。

・出力の統合を多数決なとミ単純な処理で、行っている。

・与えられた課題がさらに複雑化したときモデルを作り直さなければならない。

これらの問題が生じるのは、大規模回路網の各モジ・ュールを既存モデルによって構成して

いるためである。各モジ、ユールが大規模回路網に適したものであれば、これらの問題は解決

できる。大規模回路網の構成と回路網を構成するモジュールを改めて検討する必要がある。

1.4 大規模神経回路網システム

数複合的な課題が与えられたときは課題を分解して単純化すればよいo 同様に、回路網も複

のモジ、ユールに分解して、個々の課題を解いた後に統合化する。このようなシステムを図

1.8に示す。課題の解法が複数あるなら全て解き、最適なものを選択する。これらが可能で、

あれば、回路網が複雑で、細胞数が多いほど課題を解決する能力が高くなる。このシステムは

従来の大規模回路網システムを単純化して組み合わせたものである。与えられた課題がさら

に複雑化したときモデルを作り直す必要はなく、モジ、ユールの置き換えやモジュール数を増

やすことで対応できる。このシステムを構築するためには次のような問題がある。

-与えられた課題をどのように分解するか。

・個々の出力をどのようにフィルタリングし、統合するか0

・個々のモジュールにはどのような入力を与え、どのように出力を制御すればよいか。

-個々のモジュールにはどの程度の能力が必要か。

-モジュールを構成する基本素子はどのようなものか。

東京農工大学大学院工学研究科
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心型LVQ

図1.7:Nes七orLearning System(NLS)[32] 
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与えられた課題をどのように分解するかは課題によ って異なる。個々のモジ、ユールに必要

とされる能力も同様で、ある。本論文では、入出力の制御、情報フィル夕、 基本素子モデルに
ついて検討する。

1.5 本研究の目的と方針

神経団路網を用いて複雑な情報処理を行うためには、多数の細胞のパラメ ータやコネク

シヨンを目的に応じて設定する必要がある。本論文の目的は、多数の細胞のパラメータ等を

簡単に設定できるような神経団路モデルを提案し、 工学的に実現することにある。そのた

め、分析した神経団路網の問題点に従って、要素モテールとシステムモデルを検討する。本論

文で取り扱う各技術の位置づけを図1.9に示す。複雑な情報処理を実現するためには基本部

品となる要素モデルが重要で、あるので、基本素子、情報フィル夕、入出力応答など、特に重

要なものを個別に検討する。それらの根底にあるものは、情報の信頼性(与えられた情報が

どれだけ確かかという指標)が情報の内容と共に伝達されるという点である。与えられた情

報の信頼性が高ければ優先的に出力されるため、最終的な出力は雑音に対してロバストなも

のになるはずである。

神経団路網を複数のモジ、ユールに分割する。各モジュールの出力から必要なものだけを統

合するためには何らかのフィルタが必要で、ある。 n個のモジュールから信頼性が高いものだ

けを k個選択し、平均を取る。これは信頼性が高い情報が優先的に出力されるフィルタであ

る。このフィルタと同じ原理を用いるものに画像の雑音除去で、用いられる k最近接近傍フィ

ルタがある ok最近接近傍フィルタは、メディアンフィル夕、エッジプリザーピングフィル

タと異なり、繰り返し処理を行っても画像の特徴が損なわれないo 神経団路網の技術で、ある

焼き鈍レ法を生かして、 k最近接近傍フィルタの性能向上を試みる。

モジ、ユールの出力は情報の内容だけで、なく情報の信頼性も反映するものでなければならな

い。情報の信頼性を出力のノルムで、表せば統合は容易で、ある。 また、各モジ、ユールを構成す

る基本素子がモジ、ユールと同じ動作をするなら、大規模神経団路網は基本素子単位まで分割

することが可能になる。このようなネットワークについて検討を行い、基本素子モデルを提

案する。

入力された信号の確率密度は、その信号の信頼性として有効な情報である。従って、情報

の内容と確率密度を出力する ような学習を行うことにより、統合は容易になる。 一般の学習

法で、は確率密度が既知で、なければならないが、実際は未知のときが多いo 信号と雑音を交互

に与えるこ とにより、確率密度が未知で、あっても、情報の内容と確率密度を出力で、きる学習

方法を検討する。

さらに、各要素モデルを組み合わせて、神経団路網を実際に構成してみる。検討した全て

の要素を盛り込むのは困難なので、必要最小限の要素のみ用いて実用的な回路網を構成す

る。 ターゲツ トにするアプリケーシヨンは、印刷文字の雑音除去や手書き文字認識である。

これらのターゲツ トに提案手法を適用し、その有効性を確認する。

東京農工大学大学院工学研究科
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確率密度の自明するMLPI

図1.9:各技術の位置づけ
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第 2章

動的n-k最近接近傍法による画像のス
ムージング

本章のあらまし

k最近接近傍フィルタは、画像の雑音除去に有効なフィルタであるが、パラメータの値に

よって効果が左右される。本研究は、 k最近接近傍フィルタの振舞いを近傍領域のヒストグ

ラムと画像の性質というふたつの立場から検討することによって、その欠点の原因を探り、

それを克服した新しい動的k最近接近傍法を提案する。すなわち、 k最近接近傍フィルタの

スケジューリング方法について新しい提案を行う。それは、ニューラルネットワークにおけ

るシミユレーテツドアニーリングを応用して、クリークの要素数kと、近傍領域の画素数 η

を徐々に減少させるという方法である。この方法で、は、アルゴリズム上の負担が少ない上、

k近傍フィルタで、は困難なパラメータの設定が容易で、あり、かつ雑音除去効果においてすぐ

れたものとなる。これらを実験を通して確認する。

20 
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2.1 はじめに

画像処理の分野において、画像のスムージングは重要かつ基本的なものであり、これまで

にも多くの研究例がある [1]0近傍領域の平均をとるだけの単純平滑化フィルタは、画像の

雑音除去に大きな効果があるが、物体のエッジをぼかしてしまうという欠点があるのェシジ

抽出を目的とした場合この欠点は致命的であるため、エッジ、を保持したまま画像のえムージ、

ングを行う方法がさまざまな形で提案されてきた。代表的なものとしてエッジプリサーピン

グフィルタ [2トメディアンフィルタ [3卜k最近接近傍フィルタ [4]などがあり、エッジ抽
出の前処理としてのスムージンクボフィルタとして広く知られている [5]0

最近の傾向としては、画像をマルコフ場としてとらえて、統計的緩和法によるスムージン

グを行う方法についての検討が盛んに行われている O エネルギー最小化問題を画像の初期知

覚に対応させる方法は、 Geman& Gemanにより提案されたが、その有効性は広く認めら
れ民?行、この理論によって画像の初期知覚に関するさまざまな理論を統一的に行うことが
可能になった。

この方法の特徴は画像に対する事前知識を導入し、それを有効に活用するところにある n

しかし、この事前知識は学習などによって与えられれなければならない [8]。事前知識が与え

られていない特徴に対しては、この方法の適用は望ましくない。そのため、複雑な図形を認

識するときには、事前知識の量を増やし、さまざまなケースに対応させる必要があるが、す

べてのケースに対応できるようにすると事前知識自体が存在意義を失う。一方、 k最近接近

傍フィルタは、メディアンフィルタやラインプロセスを用いた統計的弛緩法に比べて雑音に

弱いことが欠点であるが、事前知識を必要とせず、複雑なパターンにも応用が可能である n

しかし、この方法は雑音の大きさとたの値に密接な関係があるため、 kの値が不適切で、あー

と雑音が除去されなかったり、エッジがなまってしまったりするという欠点がある。

、本論文では、 k最近接近傍フィルタの振舞いを近傍領域のヒストグラムと画像の性質とい

うふたつの立場から検討し、kの値及び近傍領域のサイズ η を動的に変化させる新しい動的

n-k近傍フィルタの提案を行う。 また、 1次元信号と 2次元画像の雑音除去実験によってこ

の手法の効果を確かめることとする。

2.2 ヒストグラムからの検討

k最近接近傍フィルタの原理は次のようなものである。図 2.1のような画像の雑音除去を
行う場合を考える。画像がいくつかの領域(クリーク)に分けられると仮定する雑音を除去

するためには、注目点の真の値を周辺の輝度値から推定する必要がある。注目点と同じ性質

(輝度)を持つ画素(クリーク要素)を注目点の近傍領域から取出し、平均を取ることによっ

て真の値を推定する o k最近接近傍フィルタでは、 n個の近傍画素の内にクリーク要素がk

個以上あると仮定する。クリーク要素の輝度値は注目点の輝度値 dに近い値を持つ。従っ

て、 n個の近傍画素の中から輝度値がdに近いものを k個取り出せば、これらはクリーク要

素であるといえる。注目点の真値は、 k個のクリーク要素の輝度平均で、ある。

東京農工大学大学院工学研究科
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近傍画素

(nにより決定される)

注目点

クリーク要素

(kにより決定される)

図 2.1:k最近接近傍フィルタの原理
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k最近接近傍フィルタのアルゴリズムは次のようなる。まず、注目点の輝度に対して η個

の近傍領域内の画素の輝度値との差を求める。次に、それらの絶対値が小さい方から)fl夏にた

個の画素を取り出し、それらの輝度の平均値を結果とする。このようにして絶対値が小さい

ものを用いてスムージングをする事によって、雑音の除去が可能となる。この方法では、 k

の値が適切で、ないと十分な雑音除去の効果を得ることができない。また、どの程度の雑音に

耐え得るかという条件も明らかではない。ここでは、雑音が重畳した画像に対してk最近接

近傍フィルタがどのように作用するかを画像の輝度値のヒストグラムから検討する。

ふたつのクリーク(同一領域)に分割できる小さな領域について考える。クリークの理想

的な輝度をそれぞれDo、Dl(Doく D1)とする。この信号に弱いガウス性雑音が重畳した場
合の輝度分布は、 Do、Dlをピークとした 2つのガウス分布が重なったものとなる。その様
子を図 2.2に示す。ここで、理想輝度値がDoで観測輝度値がdの信号についてどのような
kを選ぶのが適切かを考える。 dとの差が小さい方から順に k個までを取り出すのであるか

ら、そのとき dからの最大偏差を Kとすれば、 kとKには次のような関係がある。

k=J!?川 (2.1) 

ただし、 f(x)は画素値zのヒストグラムを表す分布関数である。

このようにして取り出した k個の画素の平均輝度を dαvとする。

ここで、輝度差がd-Kから dまでの画素数がdから d+Kまでの個数より多ければ、す
なわち、
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のとき、 Do-dαuの絶対値は、 Do-dの絶対値より小さくなる。観測輝度値 dの地点の輝
度値を dαvに置き換え、この処理を繰り返すことによって、観測輝度値 dであった画素は次

第に Doに引き込まれる。ヒストグラムの分布関数が、理想的なガウス分布のような単調な
関数の時には、 Kの値あるいはこれと等価な kの値は比較的自由に設定できる。極端に大き

な値でなければ良い。ちなみに、メディアンフィルタによる方法では、正しく求められない

点に注目されたい。ガウス性雑音のようなノイズの場合、ヒストグラムのメディアンの値が

必ずしも理想値となるとは限らないためである。

次に、雑音の分散が大きい場合について考える。輝度値の量子化幅に対して雑音の分散が

大きいときには、ガウス雑音を与えても、実際には正しいガウス分布にはならず、局所的な

ピークが生じたヒストグラムを示すことが多いo そのような分布を示す例を図 2.3に示す。

この場合は、 kの値の決定は重要である。同図に示す位置に注目画素があるとしよう。こ

のとき、小さな kを用いると、 d-Kから dまでの個数がdから d+Kまでの個数よ り多く

ないため、 Doには引き込まれずに最も近い局所的なピークに引き込まれてしまう。この処
理を繰り返しでもそれ以上進まず、局所的なピークが多数残ることになる。

ここで、図 2.4のように、ある程度大きな kを用いてみる。その場合小きな局所的ピーク

東京農工大学大学院工学研究科
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図 2.2:ガウス雑音が付加された画像のヒストグラム
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図 2.3:局所的な ピークのある画像のヒスト グラム
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図 2.4:局所的ピークを乗り越えるパラメータ設定
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は無視され、大きなピーク Doに向かつて引き込まれる。ただし、 kを極端に大きくとると

DoとDlもひとつのピークになるように互いに引き込みあうため、この操作を何回も繰り
返すのは危険で、ある。

2.3 動的手法の導入

本節では第 2.2節での考察に基づき、 k最近接近傍法の欠点を克服する方法について考

える。

2.3.1 動的k最近接近傍フィルタ

ここでは、まずkの値を動的に変化させることによって効果的なスムージングを行う方法
を提案する [9，10，11]0

分散が大きな雑音が重畳した画像では、ヒストグラム上の局所的ピークの存在を考慮して

kは大きな値に設定するのが良い。一方比較的雑音の分散が小さいときには、 k最近接近傍

方の引き込み作用が有効に働くため、 kの値は小さい方が効果的である。このことから、最

初は高雑音下で有効な、比較的大きな kを用いて雑音除去を進め、雑音が低減してゆくにし

たがって小さな kを用いてクリークごとの弛緩を行う方法を考える。

この処理は、いわゆる疑似焼き鈍し法 [6]と同様、ヒストグラム上の小さなピークに引き

込まれることなく、理想値に接近する効果を期待するものである。すなわち、 kが大きいと

きは、画像の単純な平滑化に近いo しかし kく η なら極端な雑音を除外するという点で平

均値フィルタより優れている。 kが小さ くなるに従って古典的な k最近接近傍フィルタの特

性になるため適切なクリークが決定されて画像の復元が行われる。

2.3.2 動的n-k最近接近傍フィルタ

動的k最近接近傍フィルタの近傍領域のサイズ ηについて考察する。輝度値のヒストグラ

ムにローカルビークが生じにくくするためには、近傍領域のサイズ η を大きくする必要が

ある。ただし、ηが大きすぎると、他のクリークに属する画素の割合も大き くなる可能性が

増すため、 ηが大きいまま固定して動的k最近接近傍フィルタを用いるのは好ましくない。

この問題を解決するため、kの値と同様に ηの値も変化させる方法を考える [12]。処理の
初期段階では雑音が大きいため n及びkは大きい方が望ましい。雑音の除去が進めばη及

びkは小さ くても良いo従って、 η及びkの値を大きい方から次第に減少させながら k最近

接近傍フィルタによる処理を繰り返し実行することが、 k最近接近傍フィルタの適切なスケ

ジュー リングであるということカぎできる。

2.3.3 具体的な処理手順

動的 n-k最近接近傍フィルタによるスムージンクゃの具体的な処理手順は次のようになる。

東京農工大学大学院工学研究科
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動的に変更する

図 2.5:動的k最近接近傍フィルタ
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近傍画素数nを
動的に変更する

クリーク要素数kを
動的に変更する

図 2.6:動的n-k最近接近傍フィルタ
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1.クリークサイズ k、近傍領域サイズ ηを適当に設定する。

2.注目点の輝度 Goに対して η個の接近傍領域内の画素について、輝度の差が小さい)11貢

に列べ変える。

これを GO，G1，"'，Gk，"・ぅ Gηとする。

3. GOから Dkまでの輝度の平均 Guを求め、 GOと置き換える。
( 2.、3.の処理を全画素について行う。)

4. k及びηの値を小さくする。

5.処理 2.に戻ってこの処理を繰り返す。

n=lになったとき(または画像の変化がなくなったときに)終了する。

2.4 実験と考察

計算機シミュレーションにより、 k最近接近傍フィルタの特性を調べる。また、本論文で

提案する手法と、他の代表的な手法との比較を行い、本手法の有効性を確認する。

2.4.1 k最近接近傍フィルタの特性比較

エッジ部周辺と平坦部分はそれぞれ適切な kの値を持つ。まったく変化のない一次元信号

と、ステップ関数のように 0から 1000まで変化する信号に標準偏差 100のガウス性雑音を

加え、フィルタサイズ 21点の k最近接近傍フィルタで処理し、それぞれに適切な kの値を

調べた。サンプル点は各 20点である。処理した信号と雑音のない信号との誤差を求めた結

果を図 2.7に示す。平坦部分では kが大きい方が適切だが、エッジ部周辺では kが大きすぎ

ると急激に誤差が増加している。これは処理した信号のエッジがなまってしまっていること

を示している。平坦な部分とエッジが共存するような信号に対して雑音除去を行う場合、従

来の k最近接近傍フィルタで、はパラメータとして k= 10から 12を用いるのが適切で、ある
ことカぎわカミる。

2.4.2 1次元信号での比較

図2.8(a)に示すような 0から 1000まで変化する 1次元信号(サンプル数 1800点)に対

して標準偏差 100のガウス雑音を加えた図 2.8(b)のような信号を作成し、これに対して雑

音除去実験を行った。(動的n-k最近接近傍フィルタ以外のフィルタサイズはいずれも 21

点。)平均値フィルタとメディアンフィルタの処理結果をそれぞれ図 2.8(c)、図 2.8(d)に示

す。平均値フィルタでは境界の鋭きは失われている。一方、メディアンフィルタ処理では境

界の鋭きが完全に失われてしまうわけではないがややなだらかになっている。

東京農工大学大学院工学研究科
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図 2.7:k最近接近傍フィルタの kと二乗平均誤差 (RMSE)との関係
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( a)原信号

( d)メディアンフィルタ

(g) k最近接近傍

フィルタ(k=18) 

(b)ガウス性ノイズが

加えられた信号

(e) k最近接近傍

フィルタ(k=4)

(h)動的 k最近接

近傍フィルタ

( c)平均値フィルタ

(1) k最近接近傍

フィルタ(k=10) 

( i)動的n-k最近接

近傍フィルタ

図 2.8:1次元信号の雑音除去実験
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図2.8(e)-(g)にk最近接近傍フィルタによる処理結果を示す。 (繰り返し回数はいずれも

5因。)図 2.8(g)のように比較的適切な値 (k= 10)を用いた場合にはエッジは残り、雑音も
ある程度除去されているが、完全には除去されていない。

動的 k最近接近傍フィルタの処理結果を図 2.8(h)に、動的 n-k最近接近傍フィルタの処

理結果を図 2.8(i)に示す。(前者はフィルタサイズ (n= 21)とし、 kを18から 1まで 1ず

つ減少させた。後者では初期値としてη=21、k= 18とし、それぞれ 1ずつη=7、k=4

になるまで減少させた。)平均値フィル夕、メディアンフィル夕、たの値を固定したまま k最

近接近傍フィルタを繰り返した処理による結果では、各々の特徴通り境界領域の形がゆがん

でいるが、動的k最近接近傍フィルタ及ぴ動的n-k最近接近傍フィルタを用いた結果では、

このような欠点が比較的解消され、信号の特徴をとどめたまま雑音が除去されている。

雑音除去後の信号と雑音を加えていない信号の平均二乗誤差を表2.1に示す。動的k最近

接近傍フィルタと動的 n-k最近接近傍フィルタの出力は、従来の k最近接近傍フィルタよ

り二乗平均誤差が小さくなった。また、従来の k最近接近傍フィルタではメディアンフィル

タより良い効果を得ることができなかったが、ここで提案した手法はいずれもメディアン

フィルタより良い結果を示している。中でも動的 n-k最近接近傍フィルタは最も効果的で
あった。

2.4.3 2次元画像における本手法の最適パラメータの測定と性能比較-1枚の画像

での実験

2次元画像を用いた雑音除去実験により、提案した手法の有効性を示す。図 2.9(a)、図

2.9(b)に実験に用いた原画像及びSjN比がOdBになるようにガウス性雑音を加えた画像を
示す。

この 1枚の画像 (512x256、8ピット)に対し、 ηとkの比率を一定にして、近傍領域を

9x9から 3x3まで段階的に縮小させ、動的n-k最近接近傍フィルタを用いて雑音除去を行っ

た。この出力の誤差が最も少ないものがη とkの適切な比率である。その比率と平均二乗誤

差との関係を図 2.10に示すonとkの比率が一定であるとき、その比率が100:60のとき最も

良い結果を示した。この比率が最も良い性能を示すのは次のような理由が考えられる。一般

的な画像には図 2.11のように面、エッジ、角など様々なパタンがある。しかし、画イ象を小領

域に分割すると、最も多いのは面、次がエッジであることが予想される。面ではnに対する

kの比が100%、エッジでは最低50%である。角の場合は 50%以下になるが、このようなパ

タンは画像の中には極めて少ない。エッジの場合も 50%から 60%のものは希である。従っ

て、 nに対する kのよじが60%のとき最も良い結果を示したものと思われる。

次に本手法と従来の手法との比較実験について述べる。従来の手法として、平均値フィル

夕、メディアンフィル夕、エッジプリザーピングフィルタ及び従来の k最近接近傍フィルタ

を用いた。エッジプリザーピングフィルタには SPIDER[13]のサブ、ルーチンを用いたo k 

最近接近傍フィルタは、 kの値が大きいとき (k= 35)、小さいとき (k= 25)、適切なとき

(k = 30)の3種類を用い、 9回繰り返した。いずれも近傍領域として 7x7のマトリクスを
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表 2.1:1次元信号の雑音除去結果

フイ jレタ η k 平均二乗誤差

雑音信号 102.51 

平均値フィルタ 21 39.67 

k最近接近傍フィルタ 21 4 77.04 

k最近接近傍フィルタ 21 10 42.11 

k最近接近傍フィルタ 21 18 33.32 

メジアンフィルタ 21 26.89 

動的k最近接近傍フィルタ 21 18 ---1 26.62 

動的 k-n最近接近傍フィルタ 21 ---7 18 ---4 25.27 
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(a)原画像

(b)雑音を加えた画像

図 2.9:雑音除去実験に用いた画像
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図 2.10:n-k最近接近傍フィルタにおける nとkの比と二乗平均誤差 (RMSE)の関係
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1000/0 550/0 

750/0 300/0 

650/0 300/0 

450/0 200/0 

図 2.11:様々な画像パタン
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用いた O

平均値フィル夕、メディアンフィル夕、エッジプリザーピングフィルタによる雑音除去結

果を図 2.12(a)，(b)，(c)に示す。平均値フィル夕、メディアンフィルタでは雑音が十分に除去

きれていない上に、画像全体がぼやけたものとなってしま っている。エッジプリザーピング

フィルタの結果はそれらの点が比較的改善されているが細かい情報がやや失われている。

従来のk最近接近傍フィルタで、この画像における適切な kの値として k= 30をパラメー

タとして用いた場合の雑音除去処理結果を図 2.12(d)に示す。これは、従来の k最近接近傍

フィルタの中で最も二乗誤差が少なくなるように kの値を設定したものである。このフィル

タの出力を見ると、領域ごとの境界は明瞭で、あるが原画像の細かい情報が失われ、平面的な

画イ象となってしまっていることがわかる。

動的 k最近接近傍フィルタによる雑音除去 (k= 33から k=5に変化)を行った結果を
図2.12(e)に示す。この処理も近傍領域として7x7のマトリクスを用いている。この結果で

はエッジなどの本来の情報を保持したまま雑音が除去されていることがわかる。

η とたの比率を約60%としたときの雑音除去の結果を図2.12(f)に示す。この場合も動的k

最近接近傍フィルタと同様にエッジなどの本来の情報を保持したまま雑音が除去されている。

各種フィルタを用いて雑音除去を行って得られた出力と、雑音を付加していない原画像と

の聞の平均二乗誤差を表2.2に示す。新たに提案した 2つの手法では他のフィルタより雑音

除去の効果が大きかった。また、この実験でも動的n-k最近接近傍フィルタによる出力は 1

次元信号の実験と同様、最も効果的であったO この結果はこれらの手法が従来の k最近接近

傍フィルタの限界を越える可能性を持つことを示している。

2.4.4 複数の画像による性能比較

第2.4.3節で測定したパラメータを基に、複数の 2次元画像を用いて雑音除去性能を測定

した。実験に用いた画像は全部で、48枚の白黒画像で、いずれも 1画素 8ピット、サイズは

256x256である。内訳は人問、動物を含む風景が15枚、風景のみが12枚、静物が6枚、人
間の顔が15枚である。

これらの画像に対して雑音を加え、第 2.4.3節と同様のパラメータを用いて平均値、メディ

アン、エッジプリザーピング、 k最近接近傍、動的k最近接近傍、動的n-k最近接近傍の各

フィルタによるスムージングを行った。加えた雑音は白色雑音であり、 SjN比は 1dBとな
るようにした。

上記6種類のフィルタを用いて雑音除去を行って得られた出力画像および雑音を加えた処

理前の画像と、原画像との聞の平均二乗誤差を画像ごとに求め、雑音が少ない)11買に 1位から

7位までの)11買位付けを行った。

各フィルタごとの平均二乗誤差の合計と順位の合計を表2.3に示す。新たに提案した 2つ

の手法の内、動的k最近接近傍フィルタによる出力は順位の合計得点による評価ではあまり

高くないが、雑音の絶対値が大きいものでは良い効果が得られたため、平均二乗誤差はそれ

ほど大きくない値となっている。また、動的 n-k最近接近傍フィルタによる出力は総合的
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(a)平均値フィルタ (b)メディアンフィルタ

(c)エッジプリザービングフィルタ (d) k最近接近傍フィルタ (k=30)

(e)動的k最近接近傍フィルタ (f)動的n-k最近接近傍フィルタ

図 2.12:平滑化処理の比較
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表 2.2:2次元信号の雑音除去結果 (その 1)

フィルタ |平均二乗誤差

雑音画像 I 207.512 
エッジプリザーピングフィルタ I 158.248 
平均値フィルタ I 152.086 
k最近接近傍フィルタ (k=25)I 115.228 
k最近接近傍フィルタ (k= 30) I 109.374 
k最近接近傍フィルタ (k=35)I 125.496 
メジアンフィルタ I 113.542 
動的k最近接近傍フィルタ 88.523 

動的k-n最近接近傍フィルタ I 75.222 
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表 2.3:2次元信号の雑音除去結果(その 2)

フィルタ 平均二乗誤差 順位合計

雑音画像 2511.206 335 

エッジプリザーピングフィルタ 72.982 279 

平均値フィルタ 49.804 178 

k最近接近傍フィルタ (k= 30) 43.903 178 

メジアンフィルタ 48.201 127 

動的k最近接近傍フィルタ 56.281 216 

動的k-n最近接近傍フィルタ 40.749 71 
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に最も効果的であった。この結果は第 2.4.3節で求めた動的n-k最近接近傍フィルタのパラ

メータ調節が他の画像に対しでも有効に利用できることを示している。

2.5 本章のまとめ

k最近接近傍法においてクリークの要素数を変化させる方法を提案し、そのスケジューリ

ング方法について検討した。そして、本手法によるスムージング処理が類似の手法より有効

であることを述べ、実際の画像処理に用いたとき、この方法が有効であることを確認したL
本手法によるスムージン夕刊、メディアンフィルタなど他の一般的な手法と比較して、そ

の簡便さが劣ることなく、雑音除去に関する有効性に於いては、高い効果が期待できる。そ

のため、画像認識等の前処理として利用することによって、高速かつ高性能なスムージング

フィルタとして利用することが可能で、ある。

近接近傍法による引き込み作用は、事前知識によらないセグメンテーシヨンを可能にす

る。これは、事前知識を必要としないクラスタリングのひとつの方法であるといえる。本論

文では、輝度値のスムージングに関する効果しか述べてーいないが、エッジのリラクゼーシヨ

ンのような問題にも応用が容易で、ある。そのような問題への応用によって本手法はさらに利

用価値を高めることができるだろう o k最近接近傍法は、認識などにも用いられる手法であ

るので、階層構造モデルに応用することによって事前知識に依存する度合いが少ない認識シ

ステムが可能になる。
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第 3章

不確定性を考慮した神経回路モデル

本章のあらまし

神経団路網の中で基本素子となる単純なモデルを提案する。そのモデルは、情報の内容と

共にその情報の確かさを盛り込むことができる。
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3.1 はじめに

顔全体は見えなくても特徴のある部分を見るだけで、その人の顔を思い出すことは可能で、

ある。何も見えなくても声を聞くだけで顔を思い出すこときえできる。その人に対する顔全

体の情報量と比較すると、顔の一部や声の情報量は少ないが、想起を行うためにはこの程度

の情報量で、十分なのである。生物の脳は、極めてわずかな情報からも柔軟に想起を行うこと

ができるからである。すなわち、生物の脳は情報の大規模な欠損に対して安定であるといえ

る。これは、生物の脳が持つ重要な情報の 1つである。

しかし、従来の神経団路網モデルは、情報の著しい欠損に対して脆弱で、ある。パックプロ

パゲーシヨンや、ネオコグニトロンなど、一般的な階層型モデルで、は、入力信号は全て得ら

れているという前提で、行われているからである。また、連想記憶モデルは、アナログ信号

を扱うとき情報に著しい欠損があると正しい結果は想起することができない。 一部に欠損

があっても誤り訂正能力によって吸収されるため、このような現象は注目されることが少な

い。しかし、誤り訂正能力で全てを解決することはできない。赤穂は正則化原理に基づき入

力信号のベクトル化を図ることによってこの問題の解決を試みた [1]0本研究は、信号の内

容そのものを示すと共に「その信号がどの程度信頼で、きるか」という指標(確定率)を盛り

込むことができるモデルを提案する [2，3]0このモデルの特徴はベクトル化した出力の全部
または一部がフィードバックする再帰型ネットワークである点と入力信号を単純な強調学習

によって出力に反映させるという点である [4，5]。これによって、情報の著しい欠損に脆弱
であるという従来モデルの欠点を克服することができる [6，7]0 

3.2 従来の神経団路モデルの問題点

一般的なアナログ連想記憶モデルは、情報が存在するかどうかということと、情報の内容

が何を示しているかということを明確に区別していない。アナログ画像を記銘想起する場合

について考える。図 3.1に画像の一例を示す。画像は濃淡画像 (2値でない画像)であると

する。 iCJのパターンの一部を入力したとき、どのようなパターンが想起きれるだろうか。

パターンの一部を入力するとき、他の部分(情報が存在しない部分)に代入する値によって

想起結果が異なることが予想できる。図 3.1において代入する値が iAJの背景パターンと

円じ色のときには結果も iAJとなり認識に失敗する可能性がある O 代入する値が iCJの
背景パターンと近ければ認識は成功することが予想できる。

画像の一部しか与えられていなくても、人聞が見れば'全体像を思い出すのは容易である門

しかし、一般的な神経団路網モデルでは情報が存在しない部分に代入する値によって想起結

果が異なる場合がある。従って、条件によって想起結果が異なるという例である。想起を成

功させるためには、代入するための最適な値を設定しなければならない。しかし、画像に

よって最適値は異なる。画像ごとの最適値を設定しなければならないなら、画像の一部か全

体を想起できるとはいえないo 従来のモデルで、は、情報が不足した画像から全体像を想起す

ることはできないのである。
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(a)記銘パタン

-ー~--

(b)想起過程 1

.----

(c)想起過程2

図 3.1:連想記憶の問題点
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3.3 情報の内容と不確定性

このような現象が生じるのは、従来のモデルで、は、情報がない部分からの影響を防げない

からである。部分的な情報から全体の情報を想起するためには、情報が存在しない部分に何

らかのマスクをかけて、それらの部分の影響を他の部分に及ぼさないようにすればよい。こ

れができれば、部分情報しか与えられなくても想起可能になる。さらにこの考えを進めて、

あいまいな情報を扱うことを論議する。この場合には情報の内容とは別に、情報の内容がど

の程度確実で、あるかということを盛り込む必要がある。情報の内容とその確実さを 2次元の

情報として扱えば、この問題は解決できる。

情報がどの程度確実かという度合い(確定率)を定義する。情報が得られているときには

1、得られなかったときには O、あいまいなときには中間的な値を割り当てるo このように

すればあいまいな情報を取り扱うことができる。

そのような情報表現に適したモデルを考える。確実さと情報の内容を別々の細胞で表現す

る方法も考えられるが、脳の構造をふまえて次のようなモデルを提案する。

2次元の情報を表現するため、複数の細胞群からなる記憶素子によってひとつの情報を表

現するものである。情報の確かさを細胞群が出力している刺激全体の大きさ、情報の内容を

出力の偏差によって表現する。このモデルがどのように動作するか考える。情報がないとき

にはどの細胞も発火しないので、ほかの細胞には全く影響を与えない。情報が来たときには

じめて周囲の細胞に様々な影響を与えることになる。

ラジオの電波は、搬送波に変調をかける。この神経団路モデル上では、情報の確実さが搬

送波、内容が変調のような働きをする。搬送波が弱ければ周囲に与える影響が小さく、より

強力な電波があるときには抑制きれてしまう。しかし、他に強力な電波がないときには、搬

送波が弱くても周囲に影響を与える。すなわち、より確かな情報から想起を行わせることが

可能になる。

3.4 不確定性を考慮した神経回路モデル

具体的なモデルは図 3.2に示すようなものである。 Fユニットと Tユニットという 2つの

細胞の出力ベクトルによって情報を表現するo ベクトルの大きさを情報の確かさ(確定率向)

と定義し、ベクトルの方向(角度。)によって情報の内容を表すO 各細胞の出力 Otj、。f3k
確定率向には次のような関係がある。

9?=013十033 (3.1) 

これによって中間的な値も不確かな信号も扱えることになる。出力情報の正確さに応じて

出力信号のパワーを決定するのである。確定率。jの決定は次のように行う。まず、入力信号

1t、1f、重み係数ωより次のような値 Mtj、Mfjを求める。
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，~ 

(a)情報の表現方法

tユニット

や fユニット

(b)連想記憶モデル

図 3.2:連想記憶モデル
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η 

Mt
J 乞(ωttijIti+ωfiijIfJ (3.2) 

i=l 
n 

Mfj 乞(叫んJItz+ωffi} IfJ (3.3) 

入j= VMt~ + MJj (3.4) 

Mtj、Mfjは入力信号と重み係数の積和、入jは Mtj、l'vffjからなるベクトルの大きさであ
る。確定率。jは入力信号に対して飽和特性をもっ非線形関数Fによって次のように定義する。

sj = F(入j) (3.5) 

確定率向から出力 Otj、。fjは次のように求められる。

Mt3Fj 
(3.6) 。

t，; = 
入J 
Aj 

Mf33j 
(3.7) Of1 =

八、
j 

2つの細胞の相互作用により、確実さの飽和と共に弱い抑制がかかる。このような性質を

持つ細胞によって連想記憶回路を構成する。このモデルでは情報をベクトルの傾き8によっ
て表す。出力 Otj、Ofjからベクトルの傾き{}jは次のように求められる。

。
j=伽一l(妥) (3.8) 

これらの出力の全部または一部はフィードパックされ、新たな入力情報として利用され

る。フィードパックされた情報を基に再考が行われるため、新たな出力はより確実な情報と

なる。

3.5 連想記憶モデルの学習則

この連想記憶モデルの学習則を考える。ネットワークの出力 Otj、Of1から出力ベクトル
の角度{}Ojを、教師データ Utj、Ufjから教師ベクトルの角度。Ujをそれぞれ求める。重み係数
の変化量ムωを次のように決める。
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(it3 =80j-OU1 

4f3=OIJj-00: 

(3.9) 

(3.10) 

ムωttij = ItidtjK + C (3.11) 

ムωftij = lfidtjK + C (3.12) 

ムωtf;j - ItidfjK + C (3.13) 

ムωffり = If;dfjK + C (3.14) 

このとき、ネットワークの一部に人為的なマスクをかけることによ って、 学習する部分を

選択できる。学習済みのネットワークに後から別の問題を学習させ、 )11真序処理を行わせる

ことも可能で、ある。このモデルのの学習過程を図 3.3に示す。初期状態では小さなベクトル

からなるでたらめな出力だが、学習を繰り返すことによ って理想状態に近づく 。それにとも

なって出力ベクトルの大きさも大きくなっていく。

3.6 計算機シミュレーション

このモデルに基づき、計算機上でシミュレーションを行ったo 6x6ドットの濃淡画像 (3

値)を三枚用意して学習させた後、画像の一部から全体像を想起きせてみた。非線形関数に

はシグモイド関数を用いた O

実験に用いたパターンと想起結果を図 3.4に示す。画像が大きく欠損しており、全体の 4

分の 1程度しか与えられなかった場合にも、想起結果のベクトルの向きは正しい。これは、

情報の欠損に対して安定に想起できたことを示している。この結果によ って、提案したモデ

ルが情報の欠損に対して有効で、あることがわかる。

3.7 本章のまとめ

ここでは、従来の神経団路網モデルが持つ欠点、を示し、不確定性を考慮した神経回路モデ

ルを提案した。従来のモデルは情報の著しい欠損に対して脆弱で、あるという弱点があった。

不確定性を考慮した神経回路網モデルは、この弱点を克服することができる。さらに、計算

機シミュレーションによってこのモデルの有効性を確認した。

このモデルは、 2つ以上の細胞によって 1つの概念を表し、その概念がどの程度確実かと

いう情報を盛り込むことができるo 従って、情報そのものの内容と、その情報の確実さ (確

定率)を伝達することが可能になる。シミュレーシヨンによって、アナログ情報でも情報欠

損の多寡に関わらず想起可能で、あることを確認した。これによ って、脳の機能のうち、欠損

の激しい情報にも耐え得るという特徴を工学的に実現することができた。
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図 3.3:学習の過程
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図 3.4:連想記憶のシミュレーション
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本章のあらまし

ニューラルネットワークにおけるオーパーラーニングは、関数近似を失敗する原因とな

る。これはニューラルネットワークの汎化能力の限界によるものである。この問題を解決す

るためには、学習サンプルの確率密度関数をニューラルネットワークに学習きせ、学習サン

フ。ルが無い領域に属する入力が与えられた場合には「解答不可能」という結果を出力する方

法が有効とされている。本研究では、学習サンプルとランダムな値を交互に入力することに

よって、学習サンプルの確率密度を関数の出力に反映する方法を提案する。さらに、シミュ

レーシヨンによって、提案した方法が多層パーセプトロン (MLP)で正しく動作したことを

報告する。本手法を用いたとき、 SjN比、出力のノルム、学習サンプルの確率密度はそれぞ
れ密接に関係する。
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4.1 はじめに

ニューラルネットワークを用いて学習サンプルから出力関数を推定する場合、学習回数を

増やしても適切な応答を実現できないばかりか、かえって悪い結果を出してしまうことがあ

る。この現象はオーパーラーニングと呼ばれ、ニューラルネットワークの問題点のひとつで

ある。オーパーラーニングが生じるのは、入力空間上で学習サンプルが十分に与えられてい

ない部分である。 一般の多層パーセプトロン (MLP)で、は、入力空間上で学習サンプルが十
分与えられた部分に対しては適切な応答を実現できる。反面、学習サンプルが与えられてい

ない部分では出力は不定となる。この出力は、中間細胞数、 学習回数、 重み係数の初期値に

依存し、試行ごとに異なる結果となる。中間細胞数が過剰なとき、学習を繰り返すに従って

学習サンプルが十分与えられていない空間の出力応答が歪むことが、オーパーラーニングの

原因である。したがって、学習サンプルが与えられない部分を近似する方法が課題となる。

汎化能力の向上を目指した学習法は数多く提案されている。小川らは、汎化概念を明確に

定義し、過学習が起きる条件やそれを防ぐ方法を提案した [1]0また、川人らは、中間細胞

数を検討することにより出力応答の歪みを生じさせないというアプローチで汎化能力を検討

した [2]0これらの方法は、学習対象の性質が既知で、あることが必要となる。

一方、学習サンプルに揺らぎ(雑音など)を加えることにより学習サンフ。ルが無い部分に

疑似データを与える方法や、入力の変動に対し出力の変動を最小化する学習法により疑似サ

マプルを与えずに同様な効果を得る方法も提案されている [3，4， 5， 6、7]0これらの方法は、

学習サンプル近傍の空間に対して適切な応答を保証するが、入力空間上の全ての部分に適切

な応答を与えることは困難である。例えば、入力空間上の全ての部分に適切な応答を与える

ような疑似サンプルを与えるためには学習サンプルの揺らぎを非常に大きくする必要があ

り、かえって能力が低下することが予想できる。

この問題を解決するためには、学習サンプルの確率密度関数をニューラルネットワークに

学習させ、学習サンフ。ルが無い領域に属する入力が与えられた場合には「解答不可能」とい

う結果を出力する方法が有効とされている。この方法を用いれば、出力関数はデータの分布

に依存するため、学習サンプルが与えられない部分ででたらめな出力を出すことはない。本

章では、学習サンプルが存在しない領域に属するような入力が与えられた場合には、「解答

不能」を出力する MLPの新しい学習法について述べる [8]0さらに、本手法により学習さ
れた MLPの出力は、入力の確率密度を与えるものであることを示す。MLPに確率密度を
学習させることができれば、学習サンプルが存在しない領域に属する入力に対して、でたら

めな応答が生じるのを防ぐことができる。

入力の確率密度関数を学習するニューラルネットワークはすでにいくつかの方法が提案さ

れている。 1つは別途計算した確率密度をニューラルネットワークに学習させる方法である。

中川らは、ベクトル量子化(VQ)を用いて確率密度関数を計算し、 MLPの教師データとし

て用いる方法を提案した [10]0この方法は、シンプルなネットワークを用いるため、計算量

や記憶量が効率的かつ実用的であるが、確率密度を事前に計算し教師データとして与えなけ

ればならない。もう 1つは、確率密度関数を自己学習するするニューラルネットワークモデ
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ルを用いるものである [11，12， 13)。福Jj(らは、 4層のネットワークの第1中間層と第2中間

層の聞に抑制細胞を入れることによって確率競合を起こさせ、入出力の信頼度を判定できる

Probability Competition Neural Network(PCNN)を提案した。このモデルは、ネットワー

クが複雑で、、学習・応答効率や学習能力が問題となるが、確率密度関数を自己学習するため、

確率密度を別途計算して教師データとして与える必要はなく、学習サンプルが与えられない

領域に対して適切な応答を得ることができる。

これらの方法に比べ、本章で提案する方法は、極めて簡単な方法で実現できるところにそ

の特徴がある。すなわち、学習サンプルとランダムデータを交互に与えることにより、従来

のBPを用いて学習サンプルの確率密度を出力に反映することができる。本章では、確率密

度の推定に注目した場合に本手法の評価をヒストグラム法に対して行ったO その結果につい

ても述べる。

4.2 学習サンプルの確率密度関数を推定できる MLP

4.2.1 学習サンプルの確率密度関数

学習サンプルの確率密度に出力の正確さが依存することを利用し、学習サンプルが疎であ

る場合には「解答不可能」という出力を得ることを考える。

MLPの入力空間がk個の微小領域に分割で、きるとき、各領域に対して全て教師データが

与えられれば正常な学習が行われるが、教師データを与えられない領域では学習を行うこと

ができない。各領域は微小であり、入力ベクトルXj(j= 1，2，・..，k)で表せるとする。この
とき、ある入力Xjに対して教師データ勾が与えられれば、その入力に対する出力は決定で
きるが、教師データを与えられない場合には出力は定義できず不定となる。

教師データが与えられていない入力に対して、適当な評価関数を設定できれば、その関数

は任意の入力に対して有効で、ある。入力 X3に対して正しい教師データ Tjが確率的に与えら

れるとして、任意の入力に対して有効な関数を検討する。入力 Xjに対して正しい教師デー

タ勾が与えられる確率 P(Tj=τruelXj)は、教師データが与えられたとき 1、教師データが与
えられないとき 0となる。評価基準'として、次のような関数を用いる。

G=205(PMue|X3)らイ (4.1) 

教師データ Tのノルムは1になるように設定する。 Tの次元はh、TJのt番目 (i= 1，2，・・・，h) 
の要素を旬、それに対する MLPの出力を ねjとする。

すべての入力に対して教師データが与えられているとき、この関数は従来のMLPで用い
られる評価関数と同じである。一方、教師データが得られないような入力が与えられたとき

には、
PCTj=TrueIXj)見 Oであるから、出力のノルムがOとなるように学習することになる。

すなわち、出力のノルムがOのときは「解答不可能」であることが明示される。
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この方法は、教師データが与えられた領域とそうでない領域を分割することを可能とする

が、これを実現するためには、教師データが与えられているかを全ての入力空間について調

べる必要がある。この処理は多次元ヒストグラムを算出し、確率密度を教師データとして与

えたときとほぼ等価で、ある。学習サンプルの Xjにおける確率密度は、学習サンプル群から

ランダムに 1つ取りだしたとき、それがXjで、ある確率である。この値は、教師データが与

えられない領域ではOであり、学習サンプルが密な領域では大きな値を取るため、出力がど

の程度信頼できるかという指標となる。

しかし、入力次元が多い場合、多次元ヒストグラムの算出は困難で、ある。そこで、この処

理を行わずに出力に学習サンプルの確率密度を反映させる方法を考える。入力空間に対し

様分布のランダムデータを学習サンプルと共に学習させる。ランダムデータ入力に対応する

教師データのノルムは 0とする。ランダムデータの入力空間上の確率密度は定数である。こ

こで、ランダムデータのXjにおける確率密度と、学習サンプルのX3における確率密度の比
を弓Tj=TrueIXj)として再定義する。ランダムデータの確率密度は定数であるため、出力の

ノルムは学習サンプルの確率密度のみに依存する値となる。したがって、この式は出力に学

習サンプルの確率密度を反映させるものとなる。

4.2.2 関数の学習法

この評価関数に基づいて学習を行う実践的な方法として次のような手法を提案する。ラン

ダムデータ Nと学習サンプル Sを交互に適当な割合で与え、学習サンプルが与えられたと
きには P(Tj=τi'uelXj)=しそうでないとき弓勾=TrueIXj)= 0として学習させる。ランダム
データが入力されたときには評価関数として次のような

J

式を用いる。

G= 主G詰出主合台ト(←H川一寸z (4.2) 

これは出力のノルムが0になるように学習させることを示している O また、学習サンプル
が与えられたときには従来の評価関数で学習させる。

G=さはいィ)2) ( 4.3) 

入力値Xjとして、学習サンプルとランダムデータとを混合して与えることを考える。すな

わち、学習サンプル群の中から適当に 1つ取り出して (4.2)式を用いて学習させる一方、ラン
ダムデータを作り (4.3)式を用いて学習させる。この 2種類の学習を適当な割合で行う。入力
Xは、学習サンプル群から選択される場合とランダムデータ群から選択される場合がある。

ある入力 Xjが学習サンフ。lレ群から選択されたとき、それを学習サンプル入力 Si、ランダム
データから選択されたときランダムデータ入力的と再定義する。(値自体は Xj=勾=内
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で、全て等しい。)ある入力値が与えられたとき、それが学習サンプル群から選択されたも

のである確率を P(SjIXj)とする。また、その入力値がランダムデータ群から選択されたもの

である確率を P(NjIXj)とする。

X3について学習サンプルとランダムデータとを混合して学習させた場合、出力のノルム

は学習時に用いた各教師データのノルムの平均となると考えられる。 (4.2)式では出力のノ

ルムがし (4.3)式では Oなので、この方法を用いて学習を行えば(4.2)式が適用される確求

円台IXj)がそのまま出力のノルムとなる。すなわち、出力のノルムは、ランダムデータ lVj
と学習サンプル Sjが与えられる回数の比に依存するのである。

なお、ランダムデータ群から 1つのデータを選択したとき、それがlVjである確率 P(丸山)

は、 lVjに依らない定数である。そのため、 P(SjIXj)は入力の確率密度 P(NjIN)のみによふて

決定される(証明は後述)。したがって、この方法によって学習させることは、 (4.1)式を用

いて学習を行うことと等価で、ある。

4.2.3 出力と学習サンプルの確率密度関数との関係に対する検討

様乱数Nと学習サンプルSを適当な割合で与え、前述のような学習を行った場合、出力

のノルムは P(SjIXj)となる。ここでは、この出力のノルムが学習サンプルの確率密度関数を

与える重要な意味を持つことを示そう。 MLPにランダムデータを与える確率を P(N)、学習

サンプルを与える確率を p(S)とする。データとして与えられるのはランダムデータか学習

サンプルのいずれかであるので両者が与えられる確率の和は 1となる。

P(N) + p(S) = 1 (4.4) 

入力細胞数が η個で、入力 Xのノルムは 0から 1までの値をとるとする。いま、データ

XJの近傍領域として、 Xj土ムXなる微小な超立方体を考え、その中にランダムデータ N，;

が入る確率を P(Njl川とすると、 P(NjIN)はこの超立方の体積 (2ムXj)ηと入力がとり得る起
立方の体積 1ηより求められる。

P(Njl 
(2ムX)η
) = 1η 

ただし、ムXはXjによらない一定の範囲を取るとする。

(4.5) 

lVjはランダムデータ群から選ばれるので P(Nj)はP(N)に従属である o したがって門的)は
次のように求められる。

P(Nj) = 呉川IN). P(N) 

= (2ムX)n. P(N) (4.6) 

これにより、 P(Nj)はjに依存しない定数であることがわかる。
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一方、 S3は学習サンフ。ル群から選ばれるのでp(Sj)はp(S)に従属であるo したがって p(Sj)
は次のよう になる。

p(Sj) = p(Sj/S) . p(S) 

入力 Xjが学習サンプルである確率 p(Sj/Xj)は次のよう に表せる。

p(Sj/Xj) 
~(Sj) 

P(Nj) + p(Sj) 

= 1 呉川)

P(Nj) + p(Sj) 

この式を整理すれば、 p(Sj/Xj)から p(Sj)を求めることができる。

D._ _ P(Nj) Tl 

f(S3)-1-p w-I寸(Nj)
(Sj/Xj) 

(4.7) 

(4.8) 

( 4.9) 

p(Sj/Xj)は、ネットワークの出力のノルムとして得られるので、この値から入力信号の確

率密度 p(Sj/S)を求めることができる。

p(Sj/S) = 
p(Sj) 

p(S) 

PfM、

1-4山-P(Nj) 
p(S) 

=(11lk) 一…一一1 -Pr ~ . I v . ¥ -I PI、(8jl./¥':j) / .1 (S) 

(1-11P)n . P(N) 
1-p(S川 ( 4.10) 

この式のうち、 p(Sj/Xj)以外は入出力に関係ない定数である。これによ り、出力のノルムか

ら入力信号の確率密度内向/S)を求められることが示された。

出力のノルムと学習サンプルの確率密度の関係の一例を図 4.1に示す。これは、(4.10)式

における定数項を 0.1とした理論値である。例えば、 (2ム){)nを0.1としたとき、サンプル

データとランダムデータを 1:1で与えればこのようになる。図4.1からわかるように学習サ

ンプルの確率密度は出力のノルムに対して単調増加となる。したがって、出力ベクトルがど

の程度確実で、あるかという尺度として、出力のノルムを直接利用することができる。
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4.3 コンビュータシミュレーション

4.3.1 1次元信号のカテゴリ分類による性能確認

基本性能の確認

ここでは 3層の MLPを用い、 1次元信号を複数のカテゴリーに分割する実験に対してラ

ンダムデータを与えたときと与えないときとを比較し、本手法の基本性能を調べた。入力細

胞数は 1、出力細胞数は 2、中間細胞数は 10で、ネットワークの温度は 10.0、学習係数は

1.00、学習加速度は0.50とした(中間細胞数の設定理由については後述)。学習サンプルと

して与えるのは、ガウス分布と一様分布の 1次元入力からなる 2つのカテゴリーである。各

出力細胞は、それぞれ1つのカテゴリに対応し、対応するカテゴリでは 1、それ以外ではO

を与えるような学習サンプルを用意した O ガウス分布のデータは平均 0.25、標準偏差 0.03

でサンプル数は合計 1000個とし、もう一方は入力値が0.65から 0.85まで一様に分布する

データ(平均値は0.75、サンプル数はガウス分布同様 1000個)とした。

従来の学習法では学習サンプルのみを学習させた。各カテゴリの学習サンプル群からラン

ダムに 1つずつ取り出し、教師データと共に学習させる処理を 50万四繰り返した。

一方、提案手法では、学習サンプルを用いた学習に加え、ランダムデータを用いた学習を

行った。ランダムデータは0から 1までの一様乱数である。このとき、教師データとして全

ての細胞に 0を用いた。学習サンプルとランダムデータを 1:2の割合で与えた。すなわち、

学習サンプルを 1回与えた後、ランダムデータを 2回与える処理を従来手法同様50万回繰
り返した。

提案手法の出力を図 4.2(a)に、従来手法の出力を図 4.2:(b)に示す。提案手法では学習サ

ンプルがない部分の出力がほぼOであるが、従来手法で、は単純な分割のみが行われている。

確率密度の推定

別途計算したヒストグラムの概形と一致する ように超立方体の体積 (2ムxtを調べた。こ
の実験では超立方体の体積は8.3X 10-2となった。 学習サンプルのヒス トグラムと、出力の
ノルムから計算された確率密度関数を図4.3に示す。このヒストグラムを真の確率密度関数
と見なした場合、出力のノルムから計算した確率密度関数の平均二乗誤差は、 4.1X 10-3と
非常に小さく、提案した学習法によって入力の確率密度の高精度な推定が可能であることが

確認できた。

さらに、中間細胞数を 5に減らし、その他のパラメータを同じにして同様の実
μ験を行った。

このとき、出力のノルムから計算した確率密度関数の平均二乗誤差は、中間細胞数が10の
ときと同様4.1x 10-3となった。 入力細胞数1、中間細胞数5、出力細胞数2のとき、 MLP

内の結合数は、 24である o すなわち、平均二乗誤差を 4.1X 10-3にするためには、 24個の

メモリが必要で、ある。 一方、 一般的なヒストグラムで、入力を 25等分したときの平均二乗

誤差は、 4.6X 10-3となった O このとき必要となるメモリの数は25個であり、提案手法より
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多い。以上より、提案手法をこの課題に適用したとき、 一般的なヒストグラムを用いた場ム

と同等あるいはやや優れた結果が得られることが明らかになった。

入力が多次元の場合、確率密度を求める為に必要な記憶容量が少なくなるという 点で、本

手法はヒストグラムを用いた場合より有効性が高い手法となる。一般的なヒストグラムを用

いた多次元の確率密度を求めるために必要な記憶容量は、入力の次元数に対し指数的に増加

する。一方、本手法を用いた確率密度の推定を行うために必要な記憶容量は、入力の確率密

度の性質に強く依存するため定式化は困難で、あるが、一般的なヒストグラムのように指数的

に増加することはない。 1次元入力であっても、 一般的なヒストグラムと同等以上の確率密

度推定が可能という結果より、多次元ではさらに有効性が高い確率密度関数の推定が可能で、

あるということができる。

中間細胞数によ る影響

適切な中間細胞数は、学習対象の関数により異なる。中間細胞数が少なすぎるとき、また

は過剰で、あるときに、ネットワークがどのように振舞うかを調べた。学習回数を 50万四と

し、中間細胞数のみ変えて出力の変化を調べた。中間細胞数は 1から 10まで、 1ステップ
としfこO

従来の学習法で、単純な分割のみを行うために必要な細胞数は、本実，験で、用いたサンプルの

場合、 1である。提案手法では複雑な(シグモイド関数で表現しにくい)確率密度関数を近

似するために、より多くの中間細胞を必要とする。中間細胞数に対する出力の変化を第 4.4

節に示す。細胞数が少ないとき、確率密度関数を正しく近似していないが、カテゴリ分類に

は成功している。これはカテゴリ内の値を与えられる回数が他の値を与えられる回数より多

いため、カテゴリ外よりカテゴリ内を正しく学習するためと考えられる。

細胞数が多くなるに従い、出力の概形は確率密度関数を反映するようになる。中間細胞数

が 4以上のとき、出力の概形はほぼ同じになった。細胞数が過剰な場合は、学習サンプル

の確率密度を必要以上に反映するオーバーフイツテイングが生じることが予想されるが、本

実験で、はそのような障害は生じなかった。このような結果が得られた理由のひとつとして、

確率密度関数の正確な近似に多くの中間細胞を必要とすることが考えられる。仮にオーバー

フイツテイングが生じても、他のカテゴリに分類されてしまうことはないため、従来の学習

法のように分類ミスが生じることはない。

以上より、提案手法は次のような性質を持つ。

(1)中間細胞数が足りないときは従来の学習法と同様に振舞う。

(2)中間細胞数が適切なら学習サンフ。ルの確率密度関数を反映する。

(3)確率密度関数の概形を学習させるには多くの細胞を必要としないが、正確に反映する
には多くの細胞を必要とする。

(4)中間細胞数が過剰なとき学習サンプルの分布を正確に反映するため、オーバーフイツ

テイングが起こり得るが、この場合でも他のカテゴリに分類されてしまうことはないo
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図 4.4:中間細胞数による出力の変化

東京農工大学大学院工学研究科



第 4章.多層パーセプトロンによる確率密度関数の自己学習 67 

したがって、中間細胞数の自由度は、提案手法の方が従来の学習法より大きいということが
できる。

4.3.2 SjN比による出力変化

ランダムデータと学習サンプルを与える比率を変化させて、その比率が出力に対して理論

通りの影響を与えるかどうかを調べた。学習サンフ。ルの確率密度が一様分布で、あって出力の

カテゴリーによらなければ、入力として与えるランダムデータと学習サンプルの比は出力の

ノルムと一致するはずで、ある。これは、ランダムデータを与えずに、教師データとして学習

サンプルとランダムデータの比を与えたときと等価で、ある。入力細胞数 1、出力細胞数 1、

各中間細胞数10の4層MLPに0.00から1.00までの正規乱数を入力し、教師データとして

0または 1を特定の比率で与えて 5000回学習を行い、出力を調べたo (学習サンプルが与え

られたとき 1、ランダムデータが与えられたとき 0であると考える。この場合、教師データ

として 1を与える比率がそのまま出力に反映される0)そして、この比率を様々に変化させ、

学習サンプルを与える比率と出力がどのようになるかを調べた。教師データとして 1を与え

る比率は 0%から 100%まで 10%ごとに設定した。ネットワークの温度は1.00、学習係数は

0.04、学習加速度は 0.00とした。比率と平均出力 (0.00から1.00まで、 0.01ステップで入

力したときの出力の平均)の値を図 4.5に示す。出力の平均二乗誤差は1.1X 10-2となった口
この結果とグラフより、 一様分布の場合は比率と出力が比例することが実験的にも示され;

理論と一致していることが確認された。

4.3.3 排他的論理和型のカテゴリ分類実験

2次元の入力に対し、排他的論理和型の分割実験を行い、本手法の工学的応用への可能性

を調べたo 実験に用いたのは3層MLPで、入力細胞数は2、出力細胞数は2、中間細胞数は

40で、ネットワークの温度は1.00、学習係数は 0.05、学習加速度は 0.10とした。学習方法

は1次元信号での実験と同様で、、提案手法では学習サンプルとランダムデータを 1:2の割合

で与えたo 入力に与える学習サンプルは (0.25，0.25)、(0.25，0.75)、(0.75，0.25)、(0.75ぅ0.75)
を平均とし、標準偏差を 0.03とするガウス分布で、サンプル数は各カテゴリとも合計 1000

個である。図 4.6(a)は実験で与えた学習サンプル (サンプル数 1000)及びサンプル数 l千

万のヒストグラムである。(これらの図は、図 4.1に従い、強調したものo)実験で与えた

データは、サンプル数が少ないため、裾野部分の分布がなめらかでないが、サンプル数が多

いものは、なめらかな分布となっている。各出力細胞は、対角にある 2つのカテゴリにそれ

ぞれ対応し、対応するカテゴリでは 1、それ以外ではOを与えるような学習サンプルを用意
した。

一方、図 4.6(b)は提案手法の出力である o MLPのスムージング効果により、分布の裾野

付近でもなめらかな出力となっている。

図4.6(c)は従来型学習法の出力である。この例では (0.5，0.，5)を入力したとき、 (0.25，0.25)
や (0.75，0.75)を入力したときと同じ値をとなった。学習サンプルが与えられた領域では正
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図 4.6:2次元入力の分割実験
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しく振る舞うが、学習サンプルが与えられていない部分では動作が保証されていないことが
わかる。

提案手法の出力は、 4つの領域の部分以外で、は出力のノルムがOとなっており、「解答不

可能」な領域が学習されていることがわかる。従来の MLPでは確率密度関数を教師データ

として与えない限り、学習サンフ。ルの確率密度の形(対称性など)を出力に反映させること

は困難で、ある。本手法を用いれば多次元入出力で、あっても確率密度分布の学習が可能で、ある

ことが、実験により確認された。

図4.7に中間細胞数を変え、重み係数として各々異なる初期値を用いた結果を示す。 (a)----

(c)は、提案手法の出力である。中間細胞数が3のとき、確率密度を十分反映せず、出力が

歪んで、いる。これは中間細胞数が不足であったと考えられる。(実験に用いた確率密度分布

が円形であるため、中間細胞は多数必要である。)中間細胞数が 10以上のときサンフ。ルが

ない部分の出力がOになり、中間細胞数が40(図4.6(b))以上の時、提案手法は確率密度関

数の概形とほぼ同じになった。中間細胞数が60、100のとき、中間細胞数は過剰で、あるが、
出力曲面の歪みはとくに生じていない。

方、従来型学習法では図 4.7( d) ----(f)のように様々な出力曲線を示した。これは、中間

細胞数が多すぎること、重み係数の初期値が異なることが原因と考えられる。

提案手法は、学習サンプルが少ない部分にランダムデータを与えることにより、出力を

意に決定できる。従来型学習法ではサンプルがない部分の出力は不定で、ある。したがって

従来型学習法で、はパラメータを変えることにより出力は多様な曲面となるが、提案手法では

比較的変化が少ないo 実蜘吉果は、中間細胞数及び重み係数初期値の変化に対し、提案手法

の出力曲面変化が小きいことを示している。

4.4 本章のまとめ

ニューラルネットワークを用いて学習サンプルから出力関数を推定するとき、サンプルが

子えられていない入力空間で、は適切な応答を実現で、きない。この問題を解決するためには

学習サンプルの確率密度関数をニューラルネットワークに学習させ、学習サンプルが無い領

域に属する入力が与えられた場合には 「解答不可能」という結果を出力する方法が有効で、あ

子。確率密度関数の自己学習を MLP上でBPを用いて実現する手法を提案したo 本手法は

学習サンプルとランダムデータを交互に与えることにより、従来の BPを用いて学習サンプ

ルの確率密度を出力関数に反映するものである。出力のノルムから学習サンプルの確率密度

を計算できることを証明した。さらに、シミュレーシヨン実験によって、提案手法がMLP
で正しく動作する事を確認したo シミュレーシヨン実験において、提案手法は、中間細胞数

が少ない2き従来手法と同様にふるまい、中間細胞が十分なときには確率密度関数を反映す
ることを不した。これにより、提案手法は従来の学習法の上位互換で、あり、カテゴリ分類等

に有効で、あることが確認できた。

本手法を用いれば、データの与え方に手を加えただけで、入力の確率密度関数を簡単に

求めることができる。本手法は MLPを利用しているため、学習速度向上やローカルミニマ

東京農工大学大学院工学研究科
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input A 

(c)proposed methω(n=100) (f )conventional methω(n=100) 

図 4.7:中間細胞数による出力の変化
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ム回避など学習サンプル数に依存しない問題については従来の手法がそのまま適用できる。

また、本手法は、あらかじめ確率密度関数を教師データとして用意する必要がない。従来の

BPプログラムパッケージがあれば、学習時の入出力にわずかな手を加えるだけで良く、プ

ログラム作成の手間もほとんど必要がない。したがってパターン分類への応用は容易であ

る。たとえば、癌の自動診断で 100%確実な分類は困難だが、確実に安全なものと異常なも

のを取り除き、計算機で、判定で、きない不確実なものだけを医師が診断することにすれば、安

全を維持しつつ医師の負担を減少させることが可能と考えられる。また、衛星画像データの

クラス分類のように、判定したいクラスタが非常に多い場合には、特定のクラスタにだけ反

応するように学習させた小さなネットワークを多数用いて、クラスタを推定させることもで

きると考えられる。
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第 5章

確率密度を自己学習する J¥lILPのアプ

リケーション

本章のあらまし

各要素技術を組み合わせた神経回路網の詳細な構成と画像処理への応用について述べる。

確率密度を自己学習する MLPを用い、これと k近傍フィルタなどの組み合わせによって、

複雑な調整無しで実現できる画像処理回路網システムを提案する。このシステムを用いれば

記憶容量が小さいネットワークモジュールを用いて、多くのパターンを記憶させることがで

きる。そして、このシステムを手書き文字認識や画像の雑音除去に本手法を用いたとき、従

来型 MLPなどを用いたときより有効で、あることを確認する。
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5.1 はじめに

多層パーセプトロン (MLP)の学習にはバックプロパゲーシヨンアルゴリズム (BP)が多

く用いられており、パターン認識などの分野で有効性が確認されている。しかし、これらの

成果の多くは、分類カテゴリーが少ない比較的小規模なネットワークで行われており、画像

処理用のシステムなと守大規模で、実用的なネツトワークにそのまま拡張したときの有効性は疑

問視されている [1]。手書き文字認識など、分類カテゴリーが多いときは、ネットワークが
大きくなるため、学習時にローカルミニマムに陥るなど収束性が悪く、また、膨大な計算量

が必要で、あるという問題がある。ネットワークに有効な能力を持たせるためには学習係数

細組数、学習回数などのネットワークパラメータを適切に設定しなければならない。これら

の設定が不適切なときには、オーパーラーニングやローカルミニマムなどの現象が生じ、認

識能力が低下してしまうという問題がある。

この問題を解消するためには、パターン認識システムを学習が行いやすい小規模なネット

ワークに分割し、それらを統合したネットワークを構築することが有効で、ある。個々の小規

模ネットワークは、構造が簡単で、ローカルミニマムやオーパーラーニングが生じることも少

ないため、ネットワーク全体がローカルミニマムに落ち込むのを防ぐことができるのまfこ
小規模なネットワークに分割することにより、ネットワーク'全体の結合数を減らすごとがで、

きるため、学習速度が高速化するという効果もあるo このような手段で大規模な神経回路網

を実現するモデルには統合型ニューラルネットワーク [2ぅ3]、選択型ニューラルネットワー

ク (ColnbNET)[4， 5， 6， 7， 8J、Nestor Learni時 System(NLS) [9トファジー推論アーキテ
クチャに基づく NARA[10]などがある。

統合型ニューラルネットワークは、能力が限定された回路網(サブネット)の出力を複数

統合し、さらに大きな回路網(スーパーネット、ハイパーネット)で大統合を行うものであ

る。各国路網には LVQで構成されており、その回路網が担当する範囲である確からしさの

指標として参照ベクトルとのユーク リツド距離を用いている。この方法は、分割、単純化さ

れた課題を学習させるため学習が容易になるという特徴がある。

CombNETは、始めに大分類、次に小分類を行った後、出力を統合する o大分類にはLVQ、

小分類には MLPを用いる。この方法は、各回路網が限られた範囲の判別を担当するので学

習の収束性、認識率の点で、優れている。

NLSは、複数の特徴を個別の回路網で処理し、出力を統合するものである。各回路網に

は改良された LVQを用いる o NLSの長所は、局所的最小解などに陥らなかった解を選択で

きる点である。複数特徴量がある場合、そのうちひとつが局所的最小値に陥っても他の解法

による結果を利用すればよい。複数の特徴量を用い、最も識別しやすい特徴量を選択して利

用できる。

これらのネットワークは、大規模化が困難で、あるという従来の神経団路モデルの弱点を

克服したが、ネットワークの構造が複雑で、ある o また、入出力情報の性質が変化したとき、

ネッ トワークの基本的な構成を変えると共に、細分化されたネットワークモジュール同士の

結合強度や結合方式を調整し直さなければならないという欠点がある。本章では、確率密度
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を自己学習する MLPを用い、これと k近傍フィルタなどの組み合わせによ って、 複雑な調

整無しで実現できる回路網システムを提案する。このシステムを用いれば吉己憶容量が小さい

ネットワークモジュールを用いて、多くのパターンを記憶させることができる。本手法を手

書き文字認識と画像の雑音除去シミュレーシヨンに用い、従来型MLPなどを用いたときよ
り有効であることを確認する。

5.2 画像や音声における諸問題

画像情報や音声情報を学習させるには、学習パターン数や入力次元数に応じた回路網を構

成しなければならない。これらの情報は、学習パターン数や入力次元数が多い上、 学習対象

となるパターンを変化させる必要に迫られることも頻繁に生じる。従来型の MLPはローカ

ルミニマムやオーパーラーニングなどの問題が生じやすいため、このような情報を記憶させ

るには不向きである。統合型ニューラルネット、 CombNE:T、NLSなどの回路網は、 学習

パターン数や入力次元数の増加に対しては頑強であるが、学習対象の変動に伴って回路網の

構成を再検討しなければならないo 画像情報や音声情報なと守マルコフモデルは複数の情報が

重なり合っているという性質がある。この性質に基づ、いて、ネットワークをモジ、ユールに分

割し、各モジュールの出力を統合化する回路網を構成する必要がある。

画像情報や音声情報は、複数の情報が重なり合って構成されていると考えることができ

る。複数の情報が重なり合った信号から特定の情報を取り出して認識するためには、不必要

な情報を雑音とみなして取り除く必要がある。マルコフモデルでは、必要な情報を周囲の情

報から確率的に取り出すことを可能にしている。これらのモデルでは各特徴量の同時生起確

率をあらかじめ決めておく必要がある。しかし、複数の特徴量が重なり合った場合には相互

に関係する確率が変動する。

2次元のマルコフモデルで利用される、平面、エッジ、交点などの特徴量を考える。 2次

元画像において複数の平面が存在するとき、平面と平面の境界に境界線が発生する。また

複数の境界線が存在するときには交点が発生する。境界線の形は直線とは限らず、様々な形

となる。また、交点に関しても同様である。境界線が交差した場合など、複数の特徴量が重

なり合ったときには、同時生起確率は変動するのである。従って、あらかじめ全ての可能性

を考えて確率を決定しておくことは困難であるが、複数の近傍領域から注目点の値を推定す

ることによって、この問題を最小限に抑えることにする。

5.3 複数パターンからの信号抽出

観測信号Xから出力信号Yを取り出すことについて考える。

観測される信号は、図 5.1のように様々なパターンが重な り合っていると考えることがで

きる。この中から必要なパターンだけを取り出すことを考える。基になる出力パターンはの

個存在し、九九 うちであるとする。観測される Xは、パターンが重なり合っており、次

のような関係があるとする。
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(a)重ね合わされた信号

(b)ひとつのパタン

00000000010000000000000100000000 

00000000011000000000001100000000 

00000000011111111111111100000000 

00000001111111111111111110000000 

00000000111111111111111100000000 

00000000011111111111111100000000 

(c)マスク

図 5.1:複数パターンによって構成される画像モデル
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X=乞ふK (5.1) 
i=l 

SはOまたは 1を要素とするマスクベクトルである。

簡単にするため、 Xが九と乃なるふたつのパターンによって構成されると考える。図 5.2

にそのような信号の一例を示す。この場合、観測信号ベクトル Xと原信号 Yの関係は、 次
のように表される。

X=sα九 +Ss乃 (5.2) 

なお、乃は雑音要素である。

観測信号Xを細かく区分けして、部分ベクトル X1，X2，・"，Xηと置く。原信号五 マス

クベクトルSαも同様に、部分ベクトル九1，九2γ ・1九n、Sα1)$α，"'，8αnと置くo日観測信

号から原信号を推定するためには、 Sαzの要素が全て1、8siの要素が oで、ぁ与なら九 =χ
という単純な式になる o ここで、部分ベクトル為(j引)に雑音が少ないときはふ要素

が 1、Ssjの要素がOのとき)、九は、入力 Xjと非線形関数 Fjiを用いて次のよう ぷ導ける
と仮定する。

九=1うii(Xj)

= Fji(Sα3九1+S33乃j) (5.3) 

FjiはXαh勾九九のとき九sを出力し、そうでないとき 0ベクトルとなる非線形関数である。

一方、部分ベクトルXiに雑音が少ないとき (8αiの要素が1、8
siの要素がOのとき)、yJ

は、入力 Xiと非線形関数Fiiを用いて導けると仮定する。それを次式で、表す
O

u 

Yαi = Fii(Xi) 

= Fjj(8αiYαi +8siYβJ (5.4) 

FiiとfうItが排他的で、あり、どちらかが必ず 0ベクトルとなるならば、原信号九
a
は次のよ

うに求められる。

Yai = Fji (Xj) + Fii (Xi) 

= 1ら(8α3九j+8，β33匂J+ Fii(8αJ九J+SFiな) (5.5) 

すなわち、 X3または Xiのどちらか一方 (両方でも可)が与えられれば原信号 YI'1'を推定
することは可能であるoこれらを排他的に 0または 1の値をとる6なる値と、 Xαh二九hゐ

東京農工大学大学院工学研究科



.ト
，....-

第 5章.確率密度を自己学習する MLPのアプリケーション

推定したい部分

(a)雑音が重畳した画像

4個の出力から確率

密度が高い順に2個
利用する

注目領域

(b)周囲からの判定

図 5.2:1つのパターンと雑音からなる画像
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とき YO'iを出力し、そうでないとき 0ベクトルとなるような関数Gを使って書き直すと一般
式は次のようになる。

Yai = L OhiGhi(Xh) (5.6) 

この式は次のようなことを示している。すなわち、 αに関する事前知識に基づいて非線形

関数G及びしきい値6を定義できるなら、雑音Fがどのような形であってもパターン Yを認
識することが可能になる。

実際に雑音除去やパターン認識を行う場合について考える。関数Gは既知のパターン

を複数記憶し、既知パターンが入力されたときにはラベルを、そうでないときにはOベクト

ルを出力するように学習させた非線形関数とする。非線形関数Gがラベルを出力している

ときには 1に正規化した出力を得るように学習させる。実際には Gのノルムは 0または 1

の値とならず、それに近いものとなる o Ohi ~ま Ghiの出力のノルムが Gki より大きいとき 1 そ
うでないとき 0になるような関数とする。 Gkiは出力のノルムがk番目に大きいものである。
入出力の関係を次のようにする。

R=iS丸山九) (5.7) 

これは次のような意義を持つ O すなわち、いくつかの小さな領域に分けられた信号のろ
ち、雑音による変形が少なくて信頼性 [11]が高いものを k個取り出し、 k最近接近傍注 [12]
によって出力を得るものである。

5.4 画像処理への応用

5.4.1 画像修復のためのネットワーク

この処理を画像の修復に応用する。近傍の画像から原画像を推定することによって画像の

修復を行うネットワークについて述べる。まず、互いに重なり合った小領域の画像の雑音除

去を行うネットワークを複数作り、非線形関数Gを学習させておく。ある画素について修

復を行う場合には、それに関係するネッ トワークの出力のうち、ノルムが大きいもの k個の
平均をとる。

このような神経団路網システムを図 5.3に示す。小領域の画素から推定値を出力する複数
の確率密度を自己学習する MLPと、その出力を統合する k最近接近傍フィルタによりシス
テムを構成する。

この神経団路網システムは図 5.4のようなブロックに分けれられる。すなわち、入力画像

を小さな領域に分割する分配部、小領域の雑音除去を行う確率密度を学習する MLP、そC
てその出力を k最近接近傍法によって統合する統合部で、ある。
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図 5.3:神経団路網システム
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図 5.4:神経回路網システムの構成
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入力された画像を小さな領域に分割して雑音を除去する oその領域は互いに重なり合って

おり、ひとつの画素は複数の MLPよって雑音が除去される。雑音除去結果は各MLPによっ

て異なることが予想されるが、より効果的に雑音除去が行われたものを採用する。

各画素の出力は次のように計算される。注目画素に関係する複数の MLPのうち、出力の

2乗の総和が大きいものを k個選ぴ、その値を平均する。これを注目画素の出力とする o k 

最近接近傍法により、雑音除去に成功した MLPの出力のみが利用されるため、 一般的な方

法より雑音除去効果が高いことが予想される。

入出力細胞は 2つでペアであり、画像データが与えられたとき、片方の細胞が1のときは

もう一方がOになるようにする。すなわち、学習サンプルが与えられた場合にはノルムが

定となる学習を行う。ランダム雑音が与えられたときは両方の細胞が0を出力するように学

習させる。これにより、出力のノルムは学習サンプルの確率密度関数を学習する o 従って、

各細胞の出力の 2乗の総和を信頼性とすることが可能になる。

このようにして既知のパターンが入力されたときはそのパターンを復元した結果を、極端

にゆがんだデータや雑音に打ち消されたデータが与えられたときには何も出力しないネット

ワークが構成される。このようなネットワークの出力のうち、信頼性の高いものを k最近接

近傍フィルタによって統合し、最終的な出力とする。

5.4.2 ネットワークの詳細

2次元画像を用いた雑音除去実験により、提案した手法の有効性を示す。学習させたパター

ンは、 12x24画素のディジタル画像で、アルフアベットの大文字、小文字と数字(合計62パ

ターン)である。まず、 12x24画素、 62パターンの画像を 4x10個の MLPに学習させる n

各 MLPは5x5画素の領域を担当する。ある MLPと近傍の MLPの距離は 2画素で、ある;

つまり、近傍の MLP同士は、 3画素づっ重なりあっている。ある画素に着目すると、雑音

除去を行う MLPが9個存在すると考えることがで、きる O これら 9個の MLPから確率密度

が大きいものを k個選ぴ、これらの平均を取ったものがその画素の雑音除去結果となるの

1画素について 2つ細胞を使用し、片方の細胞が1のときはもう一方が0となるようーす

る。したがって、MLPは5x 5 x 2(+1)の入力細胞と 5x 5 x 2の出力細胞により構成さ

れる。中間層数は 1、中間細胞数は 11個とした。(そのうち 1個はしきい値決定素子で、常に

1.0を与える。入力細胞も同様である。)学習時には雑音を付加していないサンフ。ル画像とラ

ンダムパターンとを交互に与え、確率密度学習型の学習を行った。サンプル画像が入力され

たときには教師データにも同じデータを与え、ランダムパターンを入力されたときには出力

が Oベクトルになる ように学習させた。 400回の学習の後、雑音を付加した画像を入力し、

どの程度雑音除去が行われているかを調べた。

5.4.3 最適パラメータの測定

このようにして学習させたネッ トワークを用いて雑音除去実験を行い、kの値の最適値を

求めた。画素の候補数を η とし、 nに対する kの比をパラメータとして最適な値を調べた。
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干の実験を行った結果を図 5.5に示す。 η に対する kの比が:30%のとき、最も雑音が小さく

なった。この値から、学習させた画像には次のような性質があることが考えられる。

ひとつの MLPが学習したパターン数は、 62パターンである。これは、 全パタ ーン数の

L仰こ相当する o MLPが学習した文字パターン (その MLPが担当する文字パターン)と
学習しなかった文字パターン(別の MLPが担当する文字パターン)の性質が全く 異なるな

ら、最も雑音が小さくなるのは ηに対する kのよじが1.6%を越えないはずである。しかし、ひ

とつのネットワークが担当する領域は小きいため、学習させなかったパターンに対しても雑

音除去効果を持つことが考えられる。例えば、 iCJというパターンの左側を受け持つネシ
トワークは、 iOJというパターンの雑音除去にも有効で、あることが予想で、きる O ηに対する
kの比が30%の時最適となるのは、そのネットワークに学習させなかったパターンの内、学

習させた入力パターンと局所的に類似するパターンが28%程度存在することを示しているJ
この実験に用いたフ。ロクボラムはkの最小値を 1としている o 本実験における η/kが0%の
ときは k=1となる。これは、複数の候補から最も確率密度が高いものを取り出す処理の

種であるということができる。 η に対する kの比が小さすぎると雑音除去効果が低いといろ

ことは、一般的な確率密度推定による雑音除去より、本手法の効果が高いことを示しているi

5.4.4 従来の手法との比較

確率密度を自己学習する MLPを用いたときと従来の MLPを用いたときとの比較実験に

ついて述べる。実験に用いた画像およびシステムは最適パラメータを測定したときと同じも

のを用いた。局所的な雑音除去を行うネットワークとして確率密度を自己学習する MLPと

従来型 MLP、結果の統合出力としてk平均と全平均を用い、これらの組み合わせによって

4種類の方法で雑音除去を行った。シミュレーシヨンに用いた文字パターンと実験結果を図
5.6から図 5.11に示す。

この結果では iEJ、ipJ、iWJのようにいくつかのパターンで画像の修復に失敗してい
る。 iEJとipJは類似のパターンであるため、パターンの学習に失敗したことが考えられ
る。また、 iWJのようなパターンは、パターンの形が複雑であるため学習に失敗したもの
と思われる。シミュレーシヨンで用いた MLPではこれらのパターンを学習させるには能力

不足であり、学習が適切に行われなかったものと考えることができる。学習回数が少ない下

とも要因のひとつであろう。これらのパターンを適切に処理するには、学習回数が併す、

細胞数を増やす、学習パラメータをチューニングするなどの対応策を行う必要があると思わ
れる。

各手法の出力の二乗誤差を表5.1に示す。この結果では、確率密度を自己学習する MLPと

k平均によるフィルタの組み合わせが最もよい値となった。確率密度を自己学習する MLP

を局いたときはいずれも従来型 MLPよりよい結果を示している O 従来型 MLPは学習させ

てなーパターンが与えれたときは、予期できない(でたらめな)結果を出力するためで、あ

る。なお、従来型 MLPでは出力のノルムは無意味で、あるo 従来型 MLPのk平均は、ネッ

トワーク出力からランダムに k個取り出して平均を求めているに過ぎないo そのため、従来
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図 5.6:シミュレーションに用いた文字パターン
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図 5.7:雑音を付加したパターン
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図 5.8:確率密度を自己学習する MLPとk近傍フィルタによる処理結果
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図 5.9:確率密度を自己学習する MLPと全平均フィルタによる処理結果
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図 5.10:従来型 MLPとk近傍フィルタによる処理結果
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図 5.11:従来型 MLPと全平均フィルタによる処理結果
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表 5.1:雑音除去結果の比較

手法 二乗誤差

従来型MLP
+ 1175 

全平均フィルタ

従来型MLP
+ 1272 

k近傍フィルタ

確率密度自己学習型MLP
+ 795 

全平均フィルタ

確率密度自己学習型MLP
+ 755 

k近傍フィルタ
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型 MLPを用いたとき、 k平均の結果は全平均の結果より雑音除去効果が低い。従来型 MLP

で、はパターン学習とは別のプロセスで、確率密度推定を行って統合化しなければならない。こ

の実験のような単純な結合では効果を得ることが困難であることが結果より判る。すなわ

ち、実験結果は、確率密度を自己学習する MLPのk平均を出力として用いたとき、従来手

法より不ツトワークの組み合わせが容易で、雑音除去効果が高いことを示している。

5.5 手書き文字認識への応用

5.5.1 手書き文字認識システム

本手法を手書き文字認識に応用し、確率密度を自己学習する MLPを用いて高精度な分類

が容易に実現できることを示す。手書き文字認識の問題点は、認識対象となるパターン数が

多く分類が困難なことと、文字パターンの変形により特徴ベクトルの抽出が困難なことであ

る。本研究では、認識対象となるパターンが多い場合に、確率密度を自己学習する MLPを

用いて学習を行うことにより、分類精度を向上させることを目的とする。

本研究で構成した手書き文字認識システムのブロックダイアグラムを図 5.12に示す。本シ

ステムは、細線化、特徴ベクトル抽出、パターン分類、分類結果統合の処理により構成され

るo 認識対象とする手書き文字パターンは、電総研の手書き文字データ ETL9B[13]である。

はじめに、マスクキングの繰り返しを用いて [14]細線化を行う。次に、特徴ベクトルを抽出

し、 196次元の特徴ベクトルを抽出する。特徴ベクトルの抽出には、手書き文字認識システ

ムDASH[15ぅ16]で用いられた方法を用いる。パターンの分類には、確率密度を自己学習す

るMLPを用いる。

5.5.2 細線化および特徴ベクトルの抽出

ETL9Bは63x64画素の 2値の手書き文字データである。手書き文字の認識精度は、文

字の太さの相違や変形に影響される5この影響を軽減するため、細線化処理及び特徴ベ、ク
トルの抽出処理を行う。この処理は、本研究の主目的でないため、手書き文字認識システム

DASHをベースに、簡単なアルゴリズムで構成した。処理手順を以下に述べる。

誌はじめに文字の太さの影響を軽減するために入力文字の細線化を行う。細線化のアルゴリ

スムは、マスクキングの繰り返し法を用いた。これは、 3x3画素のマスクパターンと注目画

素近傍を比較して削除条件に合う画素を削除する処理を繰り返す方法で、ある。マスクパター

ンには、 8種類の 2値パターンを用いた [17]0

次に、文字の変形の影響を軽減し特徴量を圧縮するために、方向線素特徴量を求める o 方

向線素特徴量は、画像内の小領域における線素の方向である。これは、図 5.13に示すよろ

に、各小領域について縦横斜め方向の 4種類のパターンから成り立つO 細線化画像内の小領

域の数は 7x7個である。方向線素特徴量の抽出処理により、各小領域について 4次元の特

徴量が求められる。ひとつの文字に対し、小領域は 49個あり、各小領域が4次元であるた

東京農工大学大学院工学研究科
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細線化

分類結果統合

図 5.12:文字認識システムのブロックダイアグラム

東京農工大学大学院工学研究科



第 5章.確率密度を自己学習する MLPのアプ リケーシヨン 96 

~ 
~ 

入力画像

h
い

入
'
口

h
h

日図図口
4特徴量X49

図 5.13:細線化および特徴抽出
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め、その文字全体の特徴量は 196次元となる。方向線素特徴量を求めるための具体的な手順
を以下に述べる。

まず、全画素について縦横斜め方向の 4種類のパターンを抽出する。注目画素の近傍 8画

素を調べ、近傍画素の値が1のときは、注目点から近傍画素への方向のベクトルがあるとす

る。これにより、各画素について4次元の方向ベクトルが構成きれる。この方向ベクトルを

用いて、画像内の小領域について方向線素特徴量を求める o64x64画素の画像を半分ずつ

オーバーラップきせて、 7x7個の小領域を取り出す。各小領域の大きさは 16x 16画素であ

る。この小領域内における各画素の方向ベクトルの加重平均を求める。これが、方向線素特

徴量である。方向ベクトルの加重は、小領域の中心を 4.0、周辺部を1.0とした。この方法

は、小領域の中心に近い部分の重みを強めることにより、中心付近の特徴を強調する効果が
ある。

5.5.3 パタ ーン分類

抽出された 196次元の特徴ベクトルを複数の MLPに入力し、パターン分類を行う。パ

ターン分類を行うネットワークの構成を図5.14に示す。このネットワークは、入力細胞 196、

中間細胞数 10、出力細胞 10のMLP95個により構成されている O 各MLPは叩種類の文字

を担当する。分類部はこのネットワーク 6個により構成されており、各ネットワークは全文

字種を担当する。すなわち、ある 1つの文字種に関し、 5個のネットワークが重複して担当

する。ここで、 MLPには、確率密度を自己学習する MLPを用い、担当する文字が入力され

たときのみ、その文字に対応する出力細胞が発火するように学習させるo 確率密度を自己学

習する MLPは、担当していない文字が入力されたとき、 MLPの出力のノルムがOとなるの

従来の学習法では、担当していない文字を学習パターンとして与える必要がある o 担当し

ていない文字が多いため、従来の学習法では担当する文字を記憶できないことがあった。し

かし、確率密度を自己学習する MLPを用いることにより、この処理は行う必要がなくなり、

担当する文字を学習させることが容易になる。

5.5.4 出力の統合

各 MLPのパターン分類結果を統合し、文字認識結果を出力するo学習時に各MLPが担

当する文字種と比べ、分類時において各MLPに入力される文字種が多いため、確率密度を

学習する MLPを用いても担当していない全ての文字に対して 11LPの出力のノルムが0と

はならないことが予想される。そのため、図 5.15に示すように、 5個のネットワークのうち

ある文字を担当する出力細胞の k個以上が発火した場合、その文字が入力されたと判定する

方式を用いた。本実験では、 k=5、すなわちすべてのネットワークが発火した場合に、そ

の文字と判定することとした O
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5.6 ETL9Bを用いた認識実験

5.6.1 認識実験の概要

手書き文字データ ETL9Bのうち、教育漢字950文字種を用いて文字認識システムの精度

評価を行った。 950文字種 10セットを学習サンプルとし、他の 1セットを用いて認識実験

を行った。提案手法との比較のために確率密度を自己学習する MLPを用いた場合と 、従来

型学習法を用いた場合についてパターン分類及び統合結果を評価した。実験に用いた手書き

文字パターンの一部を図 5.16に、細線化後の文字パターンの一部を図 5.17に示す。

5.6.2 各ネットワークのパターン分類実験

確率密度を自己学習する MLPと従来型学習法MLPともに、各MLPに5文字種 10セッ

トのデータを入力し、各セットを 300回学習させた。

分類実験に用いたデータは、学習に用いなかった 1セットである。担当していない文字に

対して MLPが発火してしまったり、担当する文字に対して MLPが出力しなかった確率を

表 5.2に示す。従来型学習法 MLPでは、その平均確率は 24.6%となった。また確率密度を

自己学習する MLPの平均確率は、 17.7%となった。この結果は、担当していない文字種が

入力された場合、従来型MLPの方が予期しない結果が出力されるケースが多いことを示し

ている。確率密度関数を自己学習する MLPでは、中間細胞数が少ないなどの場合には、従

来型 MLPと同様の結果となるが、本実験の場合、中間細胞数が10でも有効性があること

が確認された。

あるひとつのネットワークにおける、入力文字に対する出力結果を図 5.18及ぴ図 5.19に

示す。

複数の MLPでノルムがOとならないため、ひとつのネットワークでは、候補文字が複数

現れている。従って、各ネットワークの結果をそのまま文字認識に応用することはできな

かったO

5.6.3 出力の統合実験

分類結果を元に、文字認識結果を出力する実験を行った。 5個のネットワークにおいて、

ある文字を担当する出力細胞がすべて発火した場合、その文字が入力されたと判定すると

き、入力文字に対する出力結果を図 5.20および図 5.21に示す。

従来型学習法 MLPでは、認識率は 70.21%、確率密度を自己学習する MLPの認識率は

93.26%となり、提案システムが手書き文字認識に有効で、あることが確認された。

各ネットワークで分類に失敗する確率は、従来型 MLPと確率密度を自己学習する MLP

とで7%程度しか差がなかったが、 5つのネットワークの統合結果との差は、 20%以上となっ

た。この理由は、従来型 MLPでは学習していない類似パターンの分離が困難で、あること、

出力を統合するために各ネットワークの失敗が指数的に減少するため誤差が増幅されたこ

と、などが考えられる。
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図 5.16:実験に用いた手書き文字パターンの一部
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図 5.17:細線化された文字パターン
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表 5.2:ネットワークのパターン分類失敗率(%)

ネットワーク ネットワークのパターン分類失敗率

番号 従来型 MLP |確率密度自己学習型 MLP

。 24.2726 17.7452 

1 24.1817 17.1579 

2 24.5019 17.4648 

3 25.1801 18.0022 

4 24.7457 18.1208 

5 24.6172 17.6233 

平均値 24.5832 17.6857 
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図 5.19:ネットワークの出力の一例(確率密度自己学習型 MLP)
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5.7 本章のまとめ

確率密度を自己学習する MLPを用い、これと k近傍フィルタなどの組み合わせによって

複雑な調整無しで実現できる回路網システムを提案した。このシステムを用いれば吉己憶容量

が小さいネットワークモジュールを用いて、多くのパターンを記憶させることができる。本

手法を手書き文字認識と画像の雑音除去シミュレーションに用い、従来型 MLPや最尤推定

法を用いたときより有効で、あることを確認した。

計算機シミュレーシヨンでは画像の雑音除去と手書き文字認識(教育漢字の分類、約 950

文字種)に限定したが、本手法はパターン認識に広く応用可能で、ある o 与えられる入力のパ

ターン数が多いときや入力次元数が多い場合には、これらを分割してネットワークに与え

出力を統合することが可能になるo 本研究では、ひとつのネットワークが担当する画素数、

文字パターンを少なくすることで、学習パラメータの設定を容易にすることができた。手書き

漢字認識や音声認識ではパターン数が非常に多いo たとえば本手法を JISコード全て(約

3000文字種)の手書き文字認識に応用するためには、利用するネットワークの数を増やす

だけでよい。学習係数、細胞数など、パラメータの細かい調整は不要で、ある。また、本研究

の実験結果で得られた重み係数(シナプス結合のウエイト)をそのまま利用することも可能

である。すなわち、ネットワーク係数のデータベース化が司同能になる。従来の MLPで、は学

習対象が変われば、全て再学習しなければならない。本手法を用いて、あらかじめ様々な(

ターンを記憶させたネットワークをデータベース化し、与えられた課題に対して必要なもの

を組み合わせれば、再学習は不必要で、ある。ネットワークの一部が破壊されたときも、破壊

された部分のみ再学習を行えばよいo本手法はこのような事例に対して効果的かつ効率的な

方法であるということができる。
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第 6章

結論

神経団路網を用いて複雑な s情報処理を行うためには、多数の細胞のパラメータやコネク

シヨンを目的に応じて設定する必要がある。本論文の目的は:、多数の細胞のパラメータ等を

簡単に設定できるような神経団路モデルを提案し、工学的に実現することにある。そのた

め、神経回路網の問題点を分析し、要素モデルとシステムモデルを提案した。多数の細胞の

パラメータ等の設定を容易にするためには基本部品となる要素モデルが重要で、あるので、基

本素子、情報フィル夕、入出力応答など、特に重要なものを個別に検討した。これらの根底

にあるものは、与えられた情報の信頼性が情報の内容と共に伝達されるという点である。与

えられた情報の信頼性が高ければ優先的に出力されるため、最終的な出力は雑音に対してロ

バストなものになる。

雑音を加えることによってロバストな応答を得るという視点で行われた研究は多い。しか

し、それらは「類問を解くことによって応用力を付ける」という考え方で、行われている。本

論文第 3章、第 4章で示したのは「全く関係ないことを学ぶことによって、正しいものの

見方を身に付ける」という発想である。このモデルが心理学知見と矛盾しないという点は興

味深いといえる。

システムモデルを構成するに当たり、生理学的、心理学的知見と矛盾することがないよう

心がけた。一方、本質的で、ない部分では工学的な要素を大胆に利用し、工学的実用性を持

つものにした。従って、本論文で提案したモデルは、多数の細胞を制御する生理モデルとし

て、また、複雑な情報処理を行うニユーロコンピュータとして利用することが可能である。

本研究は、修士課程、博士課程を通して継続的に行ってきた研究の集大成で、ある O 第 2章;

動的 n-k最近接近傍法による画像の雑音除去実験で、は予想以上の好結果を得ることができ

た。一般に、画像の雑音除去では対象とする画像の性質によって必ずしも好結果を得ること

ができない場合が多い。対象とする画像が、模様のない壁のような画像か、布地のように細

かい模様がある画像かなどにより、雑音除去のための最適パラメータも変動させなければな

らないo 従って、一枚の画像で、最適パラメータを調べても別の画像に対しては無力で、あると

考えなければならない。しかし、本論文で提案した動的 n-k最近接近傍法は様々な性質の

画像に対して一様に好結果をもたらした。
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本論文で検証した画像データの収得では、写真を TVカメラと A/Dコンバータで入力す

るという方法を用いているo また、重畳させた雑音は人工的なガウス雑音であり、熱雑音や

電磁誘導などをシミュレートしたものであるが実際の雑音ではないo 不特定なハードウエア

と実際の雑音を用いて検証しない限り、本手法が直ちに工学的応用に耐え得ると言い切るこ

とはできない。しかし、限定された実験とはいえ、一般的な雑音除去フィルタと比べて普遍

的な高性能が得られたということは意外で、さえあったO 画像の雑音除去というのは歴史的な

分野であり、パラメータに少々細工しでも限界性能はそれほど高くないであろうと思われた

ので、期待を大きく越える成果が得られたことに満足で、きた。

第 3章の基本素子モデルは修士課程で、の成果を発展させたものである。当初、神経回路網

の中で基本素子となる単純なモデルが最も重要で、あると考え、これに関する研究を進めよ与

としたが、生体モデルに近い形のものにこだわったため、高度な信号処理に関して良好な学

習結果が得られなかった。現在、他の研究機関では、生体モデルとはやや離れた形で¥複素

ニューラル不ツトモデルの研究が行われている。これらは、本論文で提案したモデルとほぼ

同じものであるが、学習過程には生体モデルで、なく、数学的な誤差最小化法を用いている n

これらは、情報のベクトル表現にこだわる一方、生体の学習モデルを捨てたものと位置づ』J
Tことができる。本研究では基本素子自体を第 4章の確率密度関数の自己学習という形で
発展的に解消させることができた。

本研究を進めた順序は、本論文の構成とは異なり、 (1)基本素子モデル、 (2)n-k最近接近
傍法、 (3)大規模回路網モデル、 (4)多層パーセフ。トロンによる確率密度関数の自己学習と

いう過程を辿った。 (1)から (3)までの研究は、開始直後に壁にぶつかり、発展の見込みが

全くつかなかった。従って、本研究の過程は発案と撤退の繰り返しであったO 基本素子モデ

ルにこだわった期間は非常に長く、この研究が役に立たなければ多くの努力が徒労だ、ったこ

とになる。その意味で、基本素子モデルの研究が確率密度関数の自己学習という形で、発展的

に解消させることができたことは有意義で、あったと考える。

第 4章の確率密度関数自己学習法では、自分にとって 2つの大きな成果を得ることがで

きた。第一は、極めて単純な手法を用いてユニークな結果を導き出せたことである。そして

第二は、確率密度関数の自己学習法を確立することにより、行き詰まりを見せていた各研究

に全て日の目を見せることが可能になったことである。

確率密度関数自己学習法は「全く関係ないことを学ぶことによって、正しいものの見方を

身に付ける」という発想に基づいているo 人間が何かを記憶するとき、記憶対象のデータの

み与えられているとは考えられない。多くの雑音も記憶対象のデータと共に与えられてい

るはずで、ある。例えば、ある人の顔を記憶するときも、顔という情報だけでなく、背景など

様々な雑音が与えられている。これらの雑音を抑制するという操作が何らかの形で行われな
ければならない。

確率密度関数自己学習法はこのような操作を導入したものである。学習の方法は極めて簡

単であり、プログラム作成の手間もほとんど必要ないo 人間が知識を得るとき、必要な情報

だけを与えられているなら、その範囲内だけしか考えが及ばないのは当然で、ある。もし、全

く別の情報を与えられても、無理にその範囲内から答を引きだそうとするだろう。様々な雑
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音を与えられることによって、無理に答を引き出すのではなく確実なものだけを取り出すこ

とができるようになる。 一見、不必要と思われるようなことを学ぶことも、決して無駄とい

うわけで、なく、思わぬ効用があるものだというのはいささか言い過ぎであろうか。いずれに

せよ、このモデルが心理学知見と矛盾しないという点は興味深い。

確率密度関数自己学習法では、雑音が多すぎると出力させる確率密度が低くな り悪影響を

及ぼす。雑音が与えられる回数が非常に多いときには出力のノルムが小きくな り、パターン

の分離が困難になるからである。また、単位時間当たりの学習回数が決まっている場合 サ

ンプルデータを与えられる機会が相対的に少なくなるため学習速度が低下する。こぷも、人

聞社会で、は経験的に知られている通りで、ある。遊び、もほどほどにといったところだ、ろ仁

教師データのノルムを 0としてランダムな値を入力する方法は、 基本素子及び、大規模回路

網の研究過程で苦し紛れに用いていた方法である。この方法を用いれば、既知のサンプルで

ベクトルを大きく、未知サンプルではベクトルが小さくなる。しかし、既知サンプルと同じ

入力値がランダムデータとして与えられるとき、教師データのノルムが0または 1といろ

2種類の値になってしまう。このような形で、教師データを与える方法は従来の手法にないた

め、正しい学習をする可能性は低いで、あろうと考えていた O

この方法で学習を行ったときの出力から入力の確率密度関数が導き出せることに気づいた

ことは、本研究の最も大きな成果の 1つといえるo パターン認識は、入力ベクトルの確率密

度関数を求めることによ って容易に行えるためである。本研究で提案した手法によ り、神経

団路網によるパターン認識の可能性が大きく広がる。本手法を発展させたいくつかのアイデ

アを実現する機会が得られることを希望する。

会5章のような大規模な神経回路網の研究は工学的な有効性が高いため、文字認識、 音
戸認識の研究の一環として行われる場合が多い。これらは、 一般に並列演算が可能な高速計

算機を用いて計算を行う。ワークステーシヨンでシミュレーシヨンを行うにはいささか生町田

があり、本研究で、は単純な実験を通して、教育漢字950文字の分類など必要最小限の有玩

を確かめるにとどまったo高速計算機を用いた実験には、 JIS漢字(第一水準)を全て記憶

させたものもある。このような研究では認識モジュールのつながりに工夫をするものが多い

が、本研究ではモジ、ユール構成にまで立ち入札高精度化を目指した。従って、本研究の成

去をパターン認識等に用いることにより高い効果が期待できる。音声、画像認識など、様々

なアフリケーションで、本手法の有効性を確認することも興味深い研究対象である。

以下に、本論文で得られた主要な結論を述べる。

k最近接近傍フィルタを取り上げ、神経団路網のシミユレーテツドアニーリングを利用し

てフィルタを高性能化する手法について述べたO 画像ノイズの除去にこの手法を応用したと

き、従来のフィルタより雑音除去効果が大きいことを確認した。

情報の内容と共にその情報の確率密度を盛り込むことができるモジ、ユールが、大規模神経

F路網を構成する際の基本単位になることを示した。神経団路網の中で、基本素子となる単純
なモデルを提案し、このモデルがモジュールと同様の働きをする事を述べたn

入力に乱数を与えることによって、確率密度が未知の場合も確率密度関数ゐ学習が可能で

あることを示した。多層パーセプトロンに排他的論理和を学習させたとき、本手法が有効で、
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あることを確認した。

各要素技術を組み合わせた神経団路網を実際の構成し、手書き文字認識および画像の雑音
除去の実験を行って有効性を示した。

以上により、多数の細胞を簡単に扱える神経団路モデルのひとつを提案し、またこのモデ
ルの工学的な有効性を確認で、きた。
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